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Resumo

Inclusao de Funcionalidades MapReduce em Sistemas de Data

Warehousing

Em geral, o processo de aquisicdo de dados nas organizacdes tornou-se gradualmente mais facil.
Perante a atual proliferagdo de dados, surgiram novas estratégias de processamento que visam a
obtencdo de melhores desempenhos dos processos de andlise de dados. O MapReduce é um
modelo de programacao dedicado ao processamento de grandes conjuntos de dados e que coloca
em pratica muitos dos principios da computacdo paralela e distribuida. Este modelo tem em vista
facilitar o acesso aos sistemas paralelos e distribuidos a programadores menos experientes, de
forma a que estes possam beneficiar das suas caracteristicas de armazenamento e de
processamento de dados. Os frameworks baseados neste modelo de programacdo ocupam hoje ja
uma posigao de destaque no mercado, sobretudo no segmento dedicado a analise de dados ndo
estruturados, tais como documentos de texto ou ficheiros /og. Na pratica, o problema do
armazenamento das estruturas multidimensionais de dados e a capacidade de realizar calculos “on
the fly’, com tempos de execucao reduzidos, constituem desafios muito importantes que tém que
ser, também, encarados pelos sistemas de data warehousing modernos. Com efeito, nas Ultimas
décadas, surgiram técnicas de otimizagao de desempenho para dar resposta as necessidades mais
correntes dos agentes de decisdao. O espago multidimensional é tipicamente sustentado por um
sistema de gestdo de base de dados relacional através de um esquema em estrela. Igualmente,
algumas solucOes alternativas a estes sistemas, tal como a Bigtable, e o aparecimento de

tecnologias de sistemas de data warehousing baseadas em MapReduce, como o Apache Hive e o




Apache Pig, assumem um papel cada vez mais relevante. Nesta dissertacdo foram analisadas
varias técnicas orientadas para a otimizacdo do desempenho de um sistema multidimensional de
dados, com base nas caracteristicas de armazenamento e processamento de gueries que o
MapReduce nos propicia nos dias que correm. Os principios fundamentais destas técnicas
consistem numa estruturacdo dos dados contidos no data warehouse, de forma a facilitar a sua
manutencao e usufruir de excelentes desempenhos na satisfacdo de queries, tendo em
consideracdo, contudo, as limitacbes impostas pelo modelo de programacdo MapReduce.
Adicionalmente, esta dissertacdo apresenta e descreve um processo de adaptacdo de uma
estrutura convencional de um data warehouse para uma estrutura baseada em MapReduce,

analisando os seus aspetos mais pertinentes.

Palavras-chave: Sistemas de suporte a decisdo, Business Intelligence, Data Warehousing,
Processamento de estruturas Multidimensionais de dados, On-line Analytical Processing,

MapReduce.




Abstract

Including MapReduce functionalities in Data Warehousing Systems

In general, the data acquisition process by organizations become gradually easier. Given the
current data proliferation, new processing strategies aimed at archiving better performance of data
analysis processes. MapReduce is a programming dedicated to processing large data sets and puts
into practice many of the principles parallel and distributed computing. This model aims to facilitate
access to parallel and distributed systems to less experienced programmers, so that they can
benefit from their storage characteristics and data processing. Frameworks based on this
programming model today already occupy a prominent position in the market, especially in the
segment devoted to the analysis of unstructured data such as text documents or log files. In
practice, the problem of storage of multidimensional data structures and the ability to perform on-
the fly calculations, with reduced execution time, are very important challenges that must also
faced by modern data warehousing systems. Indeed, in recent decades, emerged techniques for
performance optimization to meet the most common needs of the decision makers. The
multidimensional space is typically supported by a relational database management system
through a star schema. Also, some alterative solutions to these systems, such as Bigtable, and the
emergence of data warehousing systems technologies based on MapReduce, such as Apache Hive
e Apache Pig are playing an increasingly important role. This dissertation analyzed several
techniques aimed at optimizing the performance of a system of multidimensional data, based on
characteristics of storage and query processing in the MapReduce provide these days. The
fundamental principles of these techniques consist of a structure of data in the data warehouse, in

order to facilitate their management and boasts excellent performance in satisfying queries, taking
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account, however, the limitations imposed by the MapReduce programming model. Additionally,
this dissertation introduces and describes an adaptation process of a conventional data warehouse
structure for a framework based on MapReduce, analyzing its most relevant aspects.

Keywords: Decision Support Systems, Business Intelligence, Data Warehousing, Multidimensional

Data Structures Processing, On-line Analytical Processing, MapReduce.
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Introducao

Capitulo 1

Introducao

1.1 Exploracao de sistemas de data warehousing

Facilmente se verifica que varias organizacbes e empresas trabalham no seu quotidiano com
grandes volumes de dados. Todas elas pretendem, de alguma maneira, extrair, armazenar,
pesquisar, partilhar e analisar dados. Porém, hoje, enfrentam um problema de escala. Cada vez
mais, os dados estdo descentralizados e com tendéncia a aumentar de forma significativa. Quanto
maior for a dindmica da organizacdo ou a sua necessidade de crescimento, maior € (e mais se
incentiva) a coleta de novos dados. Perante esta proliferacdo de dados sdo necessarias novas
estratégias de processamento que visem a obtencdo de melhores resultados, de forma mais

efetiva e cujas gueries sejam satisfeita de forma muito expedita (um alto nivel de desempenho).

Nas duas Ultimas décadas, as tecnologias relacionadas com a Business Intelligence (BI) tém
crescido muito rapidamente, tanto no nimero de produtos e servigos oferecidos como na sua
adocdo por organismos empresariais. Aparentemente, tal pode ser justificado pela queda dos
custos relacionados com a aquisicao € armazenamento dos dados. Atualmente, as organizagdes e
as empresas recolhem os dados numa granularidade mais fina, o que produz um volume de dados
consideravel. Estas tém implantado e testado, de forma agressiva, algumas técnicas de analise
mais sofisticadas para o processo de tomada de decisdes, de forma a orientar os seus servicos de

acordo com os gostos ou necessidades dos seus clientes. Hoje, dificimente se encontram
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Introducao

empresas de sucesso que ainda nao tenham tirado partido desta tecnologia para o seu negdcio de

alguma forma (Chaudhuri et al., 2011).

Uma das necessidades que organizagdes usualmente partilham é o cruzamento da informagdo de
que dispdem para responder a um conjunto de questdes. Ao realizar tais relacionamentos entre os
dados, é possivel obter observagdes ou perspetivas importantes para os agentes que realizam
analises sobre os negdcios de uma empresa. Assim, € necessario um repositério — geralmente
designado por Data Warehouse (Inmon, 2002) — com a capacidade de centralizar os dados
provenientes de varias fontes, de forma a ser possivel cruzar os dados de toda a organizacdo, sem
perturbar os seus sistemas operacionais. Obter rapidamente estas analises, através de questdes
colocadas de forma ad hoc, permite ao agente de decisdao desenvolver os seus processos de
decis3o de forma sustentada. O acesso em tempo Util a informacdo é também essencial para que

empresas tomem as decisdes certas, no momento adequado.

Um sistema de data warehousing (SDW) consiste num conjunto de técnicas que da suporte aos
utilizadores no processo de tomada de decisdes e enriquece o repositorio de informagado sobre as
suas atividades de negdcio. Entre os varios sistemas de suporte a decisdo (SSD), o SDW é um dos
que tem recebido mais atencdo por parte das comunidades académica e industrial. Este sistema €
composto por processos de extragao periddica de dados dos sistemas operacionais e processos de
transformacdo de dados operacionais em informacdo Util, que descreva o negocio, para dar
resposta as necessidades de analistas, diretores e gestores, tais como informacdo concisa,
acessivel, e como tal permitir diferentes perspetivas de analise sobre as suas atividades. O Data

Warehouse (DW) tem um papel central nestes processos.

Cada vez mais, as empresas optam por implementar SDWs, bem como ferramentas de
processamento analitico para a exploracao de dados (Chaudhuri and Dayal, 1997). A flexibilidade e
0 desempenho no acesso a informacdo da organizacdo fazem deste sistema a escolha predileta
dos analistas e gestores. Uma estrutura multidimensional permite criar e suportar diversos pontos
de vista do negodcio. Porém, o calculo frequente de agregacdes sobre uma grande quantidade de
dados histéricos, que vulgarmente se realizam sobre estas estruturas, é dispendioso, tanto em
termos de espago de armazenamento como em termos de processamento de dados. Nos
ambientes de DW tradicionais, a reducdo do tempo de resposta pode ser obtido a partir de varias

técnicas de otimizacdo. Por exemplo, a utilizacdo de vistas materializadas baseada nas dimensGes
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Introducao

— para o esquema da Figura 11 — permite responder a gueries mais rapidamente, como as que
usualmente se definem para calcular o valor total de vendas de um produto para um determinado
ano. Tudo isto acontece assim, uma vez que os resultados a estas consultas sao pré-calculados e
armazenados em tabelas separadas. No entanto, para realizar a selecdo de alguns parametros que
nao foram pré-calculados, tal como o valor total de vendas de um produto para um determinado
dia, a resposta nao pode ser fornecida com a mesma rapidez, ja que o processamento da query é
executado com base numa tabela de factos base, existindo um limite — o espaco em disco — para o
nimero de dimensdes que podem ser materializadas (O'Neil and Quass, 1997). O DW ndo teria o
mesmo desempenho, caso estas otimizagdes nao fossem realizadas. As operagles de full table
scaning devem ser evitadas, uma vez que consumem demasiado tempo e recursos, em situagoes

em que apenas se exija 0 acesso a um numero reduzido de registos.

1.2 Otimizacao de desempenho

Os sistemas On-line Analytical Processing ou OLAP (Codd et al., 1993) — também designados por
sistemas de processamento analitico — proporcionam aos decisores a possibilidade de explorar os
dados de acordo com as suas diferentes perspetivas do negdcio e realizar novas analises a partir
de resultados obtidos através das varias gueries que vao lancando. Estes sistemas organizam os
dados de forma multidimensional (Chaudhuri and Dayal, 1997), o que facilita a andlise e a
visualizacao destes dados num DW. Por exemplo, um DW de vendas com as dimensbes de
interesse “tempo” e “produto”, organizadas pelas hierarquias: “dia -> més -> ano” e “produto ->
subcategoria -> categoria”, respetivamente. Esta organizacdo dos dados faculta a aplicagdo das
operacdes tipicas OLAP, que s3o: o rofl-up (aumenta o nivel de agregacgdo ou diminui o detalhe); o
drifl-down (diminui o nivel de agregacao ou aumenta o detalhe) entre as hierarquias das
dimensdes (Figura 1); o slice and dice (selecdo e projecao); e o pivot (reorganiza os dados

multidimensionais de forma a criar uma vista nova).

Tradicionalmente, as bases de dados relacionais tém vindo a suportar os DWs. Os requisitos
funcionais e de desempenho de um DWs sao bastantes diferentes das aplicagdes On-Line
Transactional Processing (OLTP), normalmente também suportadas por bases de dados
relacionais. Numa aplicacdo OLTP, as transacdes sao curtas e isoladas, limitando-se a ler ou
atualizar umas dezenas de registos, acedidas tipicamente através das chaves primarias. As bases

de dados operacionais sdo projetadas para maximizar a taxa de transaces (a métrica principal do
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desempenho), sem perder a consisténcia e a integridade dos dados. Estas bases de dados —
ajustadas para suportar uma carga de trabalhos OLTP — ndo sdao apropriadas para a execucao de
consultas OLAP complexas, uma vez que requereriam desempenhos um pouco intoleraveis para as
maquinas que as acolhem. Ademais, usualmente, as bases de dados operacionais ndo mantém um
histdrico, essencial para perceber tendéncias, armazenam apenas dados atuais. Para se conciliar
varias fontes de dados heterogéneas — entre as quais as bases de dados operacionais — e suportar
os modelos multidimensionais de dados, bem como as operacbes tipicas OLAP, exige-se uma

implementacdo separada dos sistemas operacionais (Chaudhuri and Dayal, 1997).

Vendas por ano
2000 2001 2002

Roll-up 700 1400 1000 Drill-down
por por
Produto Categoria
Vendas por produto/ano Vendas por categoria/ano
2000 2001 2002 2000 2001 2002
ProdA 100 500 300 CATO1 100 500 300
ProdB 200 700 600 CATO02 600 900 700
ProdC 400 200 100

Figura 1: Ilustracdo das operacdes de roll-up e de drill-down

Os DWs implementados em bases de dados relacionais armazenam os dados estruturados segundo
o modelo relacional. Estas bases de dados devem ser capazes de executar gueries complexas em
SQL! da forma mais eficiente, sobre conjuntos de dados muito grandes. A produtividade dos
agentes de decisao depende essencialmente dos tempos de resposta as interrogacoes lancadas
sobre os sistemas OLAP disponiveis. Ao longo das Ultimas duas décadas, os sistemas de gestdo de
bases de dados relacionais desenvolveram estruturas de dados, otimizacdes e técnicas de
processamento de gueries para a execucao de gueries complexas SQL sobre grandes volumes de
dados (Chaudhuri et al., 2011). Como as gueries analiticas consomem muito tempo e recursos,
torna-se necessario investir em mecanismos otimizados de maneira a melhorar o seu desempenho

e contribuir para a reducdo dos tempos de resposta as gueries.

! Structured Query Language:. Uma linguagem de pesquisa estruturada que permite gerir e realizar consultas sobre os
dados armazenados em bases de dados.
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1.2.1 O armazenamento de dados

Modelacao

O armazenamento dos dados cumpre uma fungao importante na otimizacdo do desempenho,
continuando a ser, ainda hoje, um dos grandes desafios em DW. As gueries tipicas de suporte a
decisdo requerem operacdes, como agregacdes, jungdes e selecdo. A fim de suportar de forma
eficiente estas operagOes, algumas estruturas para armazenar os dados, de forma redundante,
foram desenvolvidas em bases de dados relacionais. O esquema em estrela é o mais utilizado para
reproduzir o modelo de dados multidimensionais. O desenho deste modelo de dados é constituido
por uma tabela de factos e um conjunto de tabelas dimensdo (uma tabela por dimensao). Existem
variantes mais complexas do esquema em estrela que configuram o modelo de dados
multidimensional, como é o caso do esquema em floco de neve. Este esquema normaliza (uma
técnica habitualmente utilizada em sistemas OLTP) as tabelas dimensdo de forma a que as
hierarquias possam ser representadas explicitamente. Deste modo, o custo da manutencao destas
hierarquias torna-se menor, uma vez que as atualizagdes dos dados sdo efetuadas de forma mais

rapida - mais a frente estes esquemas e suas implicagoes serdo discutidos (Seccao 3.1.).

Linhas versus Colunas

As bases de dados relacionais armazenam os dados em estruturas de dados com duas dimensdes
(tabelas), em que as linhas representam as instdncias de uma dada entidade e as colunas
representam os atributos que descrevem essa entidade. Por exemplo, a entidade “Cliente” — uma
entidade bastante comum em bases de dados que armazenam informagao de um negdcio na area
de retalho — pode ser representada por uma tabela, em que cada coluna armazena um

"o\

determinado atributo relacionado com a entidade cliente ("nome”, “idade”, “emai

III

, etc.) e em que
cada linha armazena a informagao acerca de um cliente. A estrutura de “duas dimensdes” subsiste
apenas ao nivel logico. No nivel fisico, a informagao de uma tabela é mapeada para uma dimensdo
antes do seu armazenamento, ja que os dispositivos de armazenamento de dados (ex. discos

rigidos) fornecem apenas uma dimensao (Abadi, 2008).

Existem duas formas claras de mapear a informacdao de uma tabela para uma dimensado:
armazenar a tabela linha a linha ou armazenar a tabela coluna a coluna. A abordagem linha a linha
mantém a informagdo acerca de uma entidade toda junta. Para o exemplo dos clientes, esta
abordagem armazena toda a informacao relativa ao primeiro cliente, em seguida armazena toda a

informagao relativa ao segundo cliente, e assim por diante. A abordagem coluna a coluna mantém
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toda a informacdo respeitante a um dado atributos toda junta: todos os nomes dos clientes serdo
armazenados consecutivamente, em seguida as idades, etc. A Figura 2 representa os dois tipos de
armazenamento fisico dos dados: o armazenamento linha a linha (Figura 2.a); o armazenamento

coluna a coluna (Figura 2.b).

nome idade email
| cor | 18 [cloi@mail.com| nome | co1 | co2 | co3 |
[ co2 | 22 [co2@mail.com] idade | 18 | 22 | 30 |
[ cos | 30 [clo3@mail.com] email [CLO1@mail.com|cCLo2@mail.com|cLO3@mail.com]|
(a) linha a linha (b) coluna a coluna

Figura 2: Armazenamento fisico dos dados

Estas duas formas de armazenamento apresentam configuracOes que sao aceites usualmente e
tipicamente constituem uma escolha baseando-se no desempenho esperado. Se a grande carga de
trabalho do sistema de exploracdo estd associada com o acesso a dados ao nivel da entidade (ex.
pesquisar um cliente, adicionar um cliente, remover um cliente), entdo o armazenamento linha a
linha é preferivel, uma vez que toda a informac3o necessaria estara armazenada conjuntamente e
como tal de mais rapido acesso. Por outro lado, se a carga de trabalho tende a ler poucos atributos
por guery a partir de muitos registos (ex. a média de vendas de um ano), entao o armazenamento
coluna a coluna é claramente preferivel ja que todos os atributos que ndo entram no processo de

consulta ndo serao acedidos.

A maioria dos SGDB, incluindo os mais populares, apresenta uma configuracao de armazenamento
linha a linha. O desenho implementado por estes produtos provém da pesquisa realizada
desenvolvida nos anos 70. Este desenho esta otimizado para as aplicacdes das bases de dados
mais comuns da altura: processamento de dados transacionais (aplicacdes OLTP). As aplicacOes
mais comuns destas bases de dados (ex. transferir uma quantia monetaria de um cliente A para
um cliente B, em apenas uma transacao) executam um conjunto de operacdes — a execucao vista
como atémica — recorrendo a consultas de dados sobre uma entidade (ex. encontrar cliente A ou
encontrar conta do cliente A). Este mecanismo de armazenamento apresenta uma eficiéncia
superior nas operagoes de escrita, pois os valores relativos a um dado tuplo podem ser escritos no

disco com um ndmero muito menor de operacoes de escrita (os atributos sdo escritos de forma
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adjacente). Devido a este tipo de trabalhos, a abordagem para o armazenamento de dados linha a

linha foi escolhida para estes sistemas.

Por volta dos anos 90, as organizagdes comecaram a usar as bases de dados para analisar o seu
negocio. Os DWs tornaram-se comuns no suporte a processos de tomada de decisdo e
consequentemente na satisfacdo de gueries analiticas. A natureza destas gueries é diferente das
empregadas em bases de dados transacionais. As gueries analiticas tém tendéncia a ser menos
previsiveis, isto &, as gueries em DW exploram os dados através de questbes ad Aoc colocadas no
momento, ao contrario das gueries que correm em aplicagdes OLTP, em que estas normalmente
representam operagoes sobre os dados predefinidas como a insercao de um cliente. Estas gueries
caracterizam-se também por se focarem mais em determinados atributos de diferentes entidades
do que propriamente numa entidade. Numa guery como “Qual o valor total das vendas realizadas
ao cliente A?”, os atributos sao selecionados das entidades “Cliente” e “Venda”, centrando-se
essencialmente no valor das vendas, que sera agregado através de uma operacdo de somatoério
(Abadi, 2008).

A estratégia de armazenamento dos dados linha a linha deixou de ser uma decis3o dbvia para
armazenar os dados de um DW. As caracteristicas das gueries destes sistemas, como as leituras
intensivas dos dados a alguns atributos em particular, indicam que o armazenamento orientado a
coluna é o mais adequado, mesmo sabendo-se do seu desempenho menos adequado no que diz
respeito a operacdes de escrita. Por exemplo, uma insercao de um tuplo numa base de dados
orientada a coluna implica “partir” os tuplos de forma a separar os seus atributos, para que cada
um delas possa ser escrito independentemente. No entanto, esta ineficiéncia pode ser moderada,

caso se pretenda escrever um conjunto de tuplos numa Unica acdo.

Um DW tem propensao para receber um nimero muito superior de gueries de leitura, focadas em
atributos, do que receber gueries de escrita ou mesmo atualizacdes. O armazenamento orientado a
coluna tende a favorecer a execucdo de consultas analiticas, uma vez que as queries acedem
apenas aos atributos que necessitam para o calculo, o que se traduz em operacdes de I/O mais
eficientes. Caso a mesma consulta seja executada em bases de dados orientadas a linha, entdo
todos os tuplos serdo carregados para a memdria com os atributos desnecessarios para o calculo
(que ainda implicaria também uma tarefa de filtragem de atributos). Tal a custos adicionais de I/0

gue, como sabemos, devem ser evitados sempre que possivel (Chaudhuri et al., 2011).
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Compressao de dados
Um DW de grande dimensdo pode beneficiar significativamente caso se recorra a alguma técnica

de compressao de dados, uma vez que os dados comprimidos permitem (Chaudhuri et al., 2011):

e Uma reducdo de I/O no calculo de uma guery, ou seja, os dados comprimidos
representam um volume de dados menor a consultar, diminuindo, assim, o nimero de
consultas a disco.

e Fazer uso da memoéria de forma mais eficiente, ou seja, como a dimensao dos dados é
menor, é possivel assim manter mais dados em memoria.

e Reduzir 0o espago de armazenamento solicitado por uma base de dados e,
consequentemente, a reducado dos custos de armazenamento e de manutencao.

e Diminuir a quantidade de dados a transferir através de uma rede. Esta caracteristica é
importante para sistemas com bases de dados paralelas, nos quais os dados se
movimentam frequentemente entre os nodos.

e Executar algumas gueries, sem recorrer a descompressao.

A motivagao principal para empregar esta técnica é a melhoria do desempenho do sistema. O
custo do espago em disco € normalmente baixo, verificando-se atualmente uma tendéncia a descer
cada vez mais. Uma taxa de compressdo (compression ratio) elevada — obtida através de
esquemas de compressao, tais como a codificacdo de Huffman (Huffman, 1952) ou a codificacao
de Lempel-Ziv (Ziv and Lempel, 1978) — ndo se adaptam ao desempenho desejado, pois os dados
comprimidos de forma excessiva originam descompressdoes demoradas. O hardware tem sido
também alvo de melhorias significativas. Todavia este crescimento — do desempenho e da
capacidade — ndo é repartido, de forma equilibrada, pelos principais componentes de um sistema.
A velocidade de CPU tem crescido acentuadamente e continua a ultrapassar as velocidades de
acesso ao disco e a memoria. Este desajuste favorece o uso da compress3ao. Os esquemas de
compressao que renunciam a taxas de compressao elevada — os esquemas de compressao de
dados mais “leves” — detém os tempos de descompressdao mais eficientes (um overhead menor),
de tal modo que reduz os custos de CPU para a compressao e descompressao dos dados (Boncz et
al., 1999).
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Uma guery capaz de operar diretamente sobre os dados comprimidos requer modificacdes no
plano de execugdo. Durante o calculo de uma guery, o conhecimento do esquema de compressado
aplicado aos dados é necessario para se adaptar ao plano de execucado e, assim, ter a possibilidade
de processar adequadamente os dados. As primeiras bases de dados descompactavam os dados
gue se encontravam comprimidos em disco, imediatamente antes de os transferir para a memoria.
Esta abordagem é ineficiente, uma vez que as leituras dos dados para a memdria exigiam uma
descompressdo, mesmo quando ndo fossem utilizados. Em (Graefe and Shapiro, 1991) os atributos
sao comprimidos individualmente — seguindo o mesmo esquema de compressao para todos os
atributos relativos a um dominio — e mantidos em memoria. Os dados sdo descompensados, caso
seja necessario para fazer o seu manuseamento. As operagdes, como o Aybrid hash join, utilizam
0s processos de compressdo de dados para aumentar o seu desempenho, ja que mantém, em
memoria, mais dados relativos a tabela, reduzindo o nimero de acessos ao disco (Abadi et al.,
2006).

A forma como os dados sao armazenados é um fator relevante para a compressdo. Os dados
armazenados coluna a coluna permitem compressdes mais eficientes do que quando armazenados
linha a linha. Tipicamente, o armazenamento coluna a coluna concentra, em disco, os valores de
um atributo com o mesmo tipo de dados. Portanto, esta abordagem possibilita comprimir varios
valores de uma s6 vez. Ja o armazenamento linha a linha “mistura” varios atributos num Unico
tuplo, ou seja um atributo esta intrinsecamente ligado a um tuplo e rodeado por mais atributos,
possivelmente de dominio diferente. Assim, o conjunto de valores de um atributo ndo se
encontram armazenados de forma contigua. Isso dificulta a implementacdo de um esquema de

compressao de dados.

A técnica dictionary compression é aplicada aos dados armazenados linha a linha. Esta técnica
identifica valores repetidos nos dados e constréi um dicionario de forma a mapear estes valores
por representacdes mais condensadas (ex. mapear o valor do atributo nome da tabela dimensao
cliente “Maria”, um nome bastante comum, por um inteiro). J4 para o armazenamento coluna a
coluna, a técnica RLE (run-length encoding) é mais atrativa, uma vez que permite comprimir varios
valores repetidos através de um Unico par. Numa compressao RLE, uma sequéncia de valores v,
com o tamanho 7, pode ser expressa pelo par (v, n). Esta técnica é bastante eficiente, caso

ocorram sequéncias grande de um mesmo valor para um dado atributo (com poucos valores
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distintos) ou o atributo se encontrar ordenado. Todavia, estabelecer uma ordem para os valores

nao é uma tarefa trivial (Chaudhuri et al., 2011).

indices, Vistas Materializadas e Particionamento de dados

As estruturas de acesso aos dados, como os indices ou vistas materializadas, s3ao partes
importantes para um DW. A definicdo e selecdo de indices, juntamente com as vistas
materializadas, sdo temas de interesse de pesquisa em DW, ja que constituem as técnicas mais
eficazes para melhorar o desempenho do sistema (Golfarelli and Rizzi, 2009). Mais a frente serdo
discutidas estas técnicas com mais detalhe, bem como implementacdoes de indices e de

particionamento de dados. (Seccdo 3.2.).

A consulta de uma estrutura como um indice pode tornar o processamento das gqueries data-
selective mais eficientes, uma vez que um indice permite o acesso associativo com base nos
valores de um atributo. A selecdo de tuplos, através de uma guery com uma ou varias condigbes
de selegdo (ex. idade <25), tem a possibilidade de explorar os indices para melhorar o seu
desempenho. As qgueries com varias condicoes podem beneficiar do index intersection. Ja as
gueries com uma condicdo de selegao beneficiam de um /ndex scan ou uma consulta a um indice.
Estas operacdes reduzem significativamente ou mesmo eliminar a necessidade de aceder a tabela
base (Chaudhuri and Dayal, 1997).

A pré-computacdo e armazenamento dos dados — as vistas materializadas — também aceleram o
tempo de resposta as gueries de um DW. O calculo de agregagOes, por exemplo as vendas
semanais de um produto, é muito frequente em DWs. Esta técnica tem a capacidade de devolver o
resultado de determinadas consultas sem realizar calculos adicionais, apenas se limita a “varrer” os
tuplos de uma tabela com o resultado pré-calculado. No entanto, uma guery imprevista ndo
beneficiara de uma vista materializada e, assim, a aplicacdo desta técnica é limitada. Os indices
refletem o oposto, uma vez que sdo estruturas mais abrangentes. Todavia o desempenho de um
indice n3o é tao dramatico como o desempenho de uma vista materializada. O plano fisico permite

combinar estas duas técnicas (Chaudhuri et al., 2011).
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1.2.2 O Processamento de gueries

Normalmente, os DWs s3o extremamente grandes e requerem bastantes recursos para dar
resposta as analises que sobre eles s3o realizadas, em tempos aceitaveis. O paralelismo (DeWitt
and Gray, 1992) desempenha um papel importante no processamento de gueries sobre bases de
dados volumosas (juntamente, obviamente, com os indices e as vistas materializadas), ja que
responde satisfatoriamente a necessidade de manipular conjuntos de dados grandes, de forma
eficiente. A evolucdo do conceito de DW, de um repositdrio local e centralizado para um contexto
mais amplo de partilha e de analise de dados num mundo ligado a Internet, deu origem a novas
abordagens e novas formas de distribuicdo. A implementagao de um sistema paralelo e distribuido

pode fornecer um melhor desempenho e escalabilidade (Furtado, 2011).

Frequentemente, os DWs grandes sao implementados por sistemas paralelos, devido a sua grande
necessidade de altos desempenhos e de armazenamento de dados. Em 1986, Michael Stonebraker
identificou trés arquiteturas basicas para o paralelismo (Stonebraker, 1986): shared-memory,
shared-disk e shared-nothing. Os trés elementos basicos dos sistemas paralelos e que ditam o
desempenho — o processador (P), a memodria (M) e o disco (D) — ajudam a descrever estas
arquiteturas apresentadas (Figura 3): a arquitetura shared-memory ou shared everything (a), em
que todos os processadores partilham o acesso a uma memoria em comum e a todos os discos; a
arquitetura shared-disk (b), na qual cada processador tem uma memoria dedicada, mas partilha o
disco com todos os outros processadores; e a arquitetura shared-nothing (c), em que cada

processador tem uma memoria e um disco particular (tipicamente uma commodity machine).

Num sistema shared-memory ou SMP (Symmetric Multi-Processing), todos os processadores
partilham apenas uma memodria € uma colecdo de discos. Tipicamente, estas maquinas tém um
nimero pequeno de processadores. A principal vantagem deste sistema consiste em utilizar o
mesmo paradigma de programacdo empregue nas maquinas com um processador. Assim, o
sistema operativo enfrenta alguns problemas de concorréncia, como por exemplo a distribuicdo
dinamica de tarefas pelos processadores (partilha de memodria e balanceamento de carga), que
resultam das varias execugdes em paralelo. Infelizmente, os sistemas shared-memory tém
limitagdes de escalabilidade fundamentais. Todos os pedidos de I/O e de memdria tém de ser
transferidos sobre 0 mesmo barramento que todos os processos partilham, o que conduz a um

“congestionamento” rapido da largura de banda deste barramento.
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(a) shared-memory (b) shared-disk

(c) shared-nothing

Figura 3: Arquiteturas basicas para o paralelismo

As arquiteturas shared-nothing sao constituidas por um conjunto de nodos independentes, cada
um com memoria € armazenamento persistente. Cada nodo pode ser constituido por um ou mais
processadores e dispositivos de armazenamento. A comunicagao entre os nodos € realizada
através de mensagens através da rede. Esta arquitetura permite interligar um grande ndmero de
nodos, j@ que estes ndo partilham recursos (exceto a rede). A principal desvantagem das
arquiteturas shared-nothing é o modelo de programacao. As trocas de dados constantes de dados
entre os nodos (ex. aceder a discos nao locais) podem provocar um “congestionamento” no
sistema de comunicacdo. As questOes de alocacdo de dados, otimizacdo do processamento de
consultas e balanceamento de carga sdo as mais evidentes em shared-nothing. Estes sistemas
podem variar entre clusters pequenos, construidos a partir de commodity machines, até clusters
complexos de alto desempenho, construidos a partir de algumas ou todas as maquinas shared-

memory (Furtado, 2011).

Nos sistemas shared-disk, cada processador dispde de uma memoria dedicada e tem acesso direto
a qualquer disco, através de uma rede. Ao contrario dos sistemas shared-nothing, em que cada

nodo armazena parte do conjunto de dados que |he foi atribuida, os sistemas shared-disk nao
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exigem uma particdo dos dados prévia, j@ que os dados armazenados sao partilhados (shared
storage). Durante o processamento de uma guery, os dados nao necessitam de se deslocar através
dos nodos. Ademais, o balanceamento de carga é relativamente simples, desde que todos os
nodos se encontrem disponiveis para servir qualguer pedido. No entanto, existem fatores que
limitam a escalabilidade, como: os nodos precisam de comunicar com o objetivo de assegurar a
consisténcia dos dados (tipicamente implementado por um distributed lock manager, que pode
incorrer em overhead ndo-triviais), ou a rede suportar todas as leituras e escritas dos

processadores (Chaudhuri et al., 2011).

Um sistema paralelo ideal apresenta duas caracteristicas: o dobro do hardware pode executar uma
tarefa em metade do tempo (/inear speedup) e o dobro do hardware pode executar tarefas com o
dobro da dimensao, no mesmo intervalo de tempo (/inear scaleup). Os sistemas shared-nothing
(ex. Teradata?) tém o potencial de escalar até volumes de dados muito superiores do que os
sistemas shared-disk e shared-memory, uma vez que os sistemas shared-nothing alcangam
speedups e scaleups proximos do linear em gueries complexas (DeWitt and Gray, 1992). Todavia,
a decisao de como efetivamente espalhar os dados através dos nodos é decisivo para o
desempenho e escalabilidade (Chaudhuri et al., 2011). Um sistema escalavel denota que pode
adaptar-se ou escalar para acomodar mais hardware, sem realizar grandes alteragdes. Esta
caracteristica é essencial, dado que os dados contidos num DW nunca (ou raramente) sdo

removidos.

1.3 A Inclusao de MapReduce

As bases de dados relacionais mantém uma posicdo de destaque em SDW no armazenamento e
nas consultas dos dados. Desde ha muito que estas possuem estruturas de dados e técnicas de
processamento de gueries para a execucao de consultas complexas em SQL sobre grandes
volumes de dados. Algumas das arquiteturas atuais de suporte ao BI ja incluem o MapReduce, que
foi inicialmente desenvolvido para fazer analises de documentos web e pesquisas sobre ficheiros
de log, e para suportar as consultas semelhantes ao SQL em ambientes de DW tradicionais

(Chaudhuri et al.,, 2011). Hoje, ja existem plataformas baseadas em sistemas de ficheiros

2 http://www.teradata.com
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distribuidos, utilizando o MapReduce para o processamento de dados, implementadas em clusters
com um numero de nodos superior aos encontrados tradicionalmente nos SGDB paralelos. Estas
plataformas s3o arquiteturas shared-nothing, capazes de enfrentar problemas complexos, como a

tolerancia a falhas e o particionamento de dados.

As plataformas MapReduce tém a capacidade de processar dados nao estruturados (ex. ficheiros
de texto ou imagens) através da execucdo de duas funcdes (map e reduce), de forma escalavel.
Apesar de se encontrar numa fase inicial em relacdo aos SGDB paralelos mais “maduros”, as
ferramentas baseadas em MapReduce tém ja recursos para dar resposta as empresas (ex.
Cloudera?). A plataforma MapReduce tem crescido rapidamente devido a disponibilidade do cddigo
da ferramenta Hadoop®. O Hive (Thusoo et al., 2009), uma implementacdo open source de um DW
sobre o Hadoop, desenvolveu uma linguagem semelhante ao SQL, denominada HiveQL, que
compila automaticamente numa sequéncia de trabalhos MapReduce. Portanto, a produtividade dos
utilizadores aumenta enquanto exploram as vantagens desta plataforma. Alguns Sistemas de
gestao de bases de dados paralelos, como o Aster Data®, permitem invocar fungGes MapReduce
sobre os dados armazenados na base de dados como parte de uma guery SQL. Isto significa que a
funcdo MapReduce surge na guery como uma tabela que permite os seus resultados serem
compostos com os restantes operadores SQL da guery (Chaudhuri et al., 2011). Habitualmente, as
cargas de trabalho provocadas por processo de analise de dados resultam muito da realizac3o de
star joins, que usualmente envolvem muitas operaces de scan e agregagdes multidimensionais,
de grandes dimensdes. Estas operacOes podem ser executadas em paralelo, por arquiteturas
shared-nothing (ex. Teradata). Assim, como a quantidade de dados estruturados para analise
continua a crescer, 0 MapReduce apresenta-se como adequado para o processamento deste tipo
de andlises, apesar de, inicialmente, ter sido desenhado para processar dados ndo estruturados
(Abouzeid et al., 2009).

Para além da escalabilidade, o MapReduce oferece mais caracteristicas desejaveis para um SDW.
Um sistema de gestdo de bases de dados (SGBD) tolerante a falhas, no contexto da analise de

dados, significa que nao existe a necessidade de reiniciar uma guery, caso um dos nodos do

3 http://www.cloudera.com/
* http://hadoop.apache.org/
5 http://www.asterdata.com/
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cluster envolvidos no processamento da guery porventura falhe. Ja para as cargas de trabalho
transacional, um SGBD tolerante a falhas denota a capacidade de recuperar de uma falha, sem
perder dados ou atualizacdes das transacdes recentemente terminadas (commit). Para as queries
somente de leitura nas cargas de trabalho analiticas, ndo existe transagOes de escrita a perder, em
caso de falha (Abouzeid et al., 2009).

Atualmente, dado que o nimero de nodos que compdem os clusters tem tendéncia para aumentar,
a probabilidade de um nodo falhar durante o processamento de uma guery esta, assim, também a
aumentar rapidamente. Esta probabilidade tende a aumentar com a escala, ja que com o
acréscimo de dados necessarios para a satisfacdo das gqueries analiticas, mais nodos sdo
necessarios para intervir no processamento da guery. Por exemplo, a Google regista uma média de

1,2 falhas por cada trabalho de analise (Dean and Ghemawat, 2004).

Tradicionalmente, as bases de dados paralelas assumem que as falhas dos nodos é um evento raro
e que os clusters de maior dimensdao se traduzem em dezenas de nodos. Estas assungdes
resultaram em decisdes que dificultam a tolerancia a falhas. J4 o MapReduce deteta e atribui, em
runtime, as tarefas dos nodos que falharam a outros nodos do cluster (preferivelmente a nodos
com réplicas dos dados de input dos nodos que falharam). Com a introducdo de nodos
redundantes, o MapReduce tem a possibilidade de atribuir mais tarefas "on the fly”aos nodos mais
rapidos. As tarefas, que demoram mais tempo a concluir, executam em redundancia por nodos que
ja tenham terminado as suas tarefas. O mesmo conjunto de dados é processado em paralelo. O
MapReduce cria também "checkpoints” (o output da funcdo map) nos discos locais dos nodos com
0 objetivo de minimiar a quantidade de trabalho que tem de ser se repetir, em caso de falha
(Abouzeid et al., 2009).

1.4 Motivacgao e objetivos

Atualmente, qualquer organizacao recolhe enormes volumes de dados para suportar as suas
decisbes. Tal atividade provoca grandes aumentos na dimensdo de qualquer DW e requer
processos de satisfacdo de gueries bastante eficientes. Um DW de dimensdo elevada dificulta o
processamento analitico em tempo Util. Com efeito, a distribuicdo e o processamento destes
conjuntos de dados por varias maquinas tem sido adotado por estas organizacdes e empresas para

dar resposta aos desafios atuais dos SDW. O tamanho do conjunto de dados dita que estes sejam
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armazenados e processados em sistemas altamente paralelos, como os clusters shared-nothing. As
bases de dados paralelas oferecem uma solugdo para o armazenamento e uma linguagem de
pesquisa simples, ocultando os detalhes de um cluster fisico. No entanto, estas solugdes tém um

prego muito elevado em escalas web (Olston et al., 2008).

A inclusdo de um framework baseado em MapReduce — o Hadoop — deve ser considerada em SDW
para minimizar os problemas decorrentes de um processamento analitico complexo. Este trabalho
de dissertagao teve a intencdao de estudar o modelo de programacdao MapReduce e construir uma
estrutura de dados adequada para suportar um DW tipico através de MapReduce. Um programa
MapReduce executa, essencialmente, um agrupamento seguido de agregagdes em paralelo por um
cluster de maquinas. O utilizador tem apenas de definir duas fungles (através de uma linguagem
de programacao a sua escolha): a funcdo map que determina como o agrupamento é executado e

a funcdo reduce que efetua as agregagoes.

De facto, o acesso em tempo Util a informacdo é essencial para que organizagbes tomem as
decisOes certas. A motivagao para o uso das plataformas baseadas em MapReduce é a capacidade
de acomodar um numero de nodos mais elevado num cluster do que os tradicionais SGBDs
relacionais e realizar anadlises diretamente sobre os dados ndo estruturados, sem os carregar para
tabelas com esquemas previamente definidos (Chaudhuri et al., 2011). As técnicas de
armazenamento de dados e processamento de gueries influenciam diretamente os tempos de
resposta as questdes colocadas pelos decisores. Neste contexto, as vantagens que o modelo de
programacdao MapReduce podem trazer aos SDW devem ser exploradas para minimizar estes

tempos de resposta.

Nesta investigacao, ndo sera efetuada, contudo, uma andlise do impacto das estruturas resultantes
do estudo num cluster de varias maquinas, apesar de o modelo de programacdao MapReduce ser
projetado para processar conjuntos de dados volumosos em paralelo, distribuido por um cluster.
Assim, e de forma resumida, para este trabalho de dissertacdo foram definidos os seguintes

objetivos:

e Estudar a estrutura tipica de um DW e algumas solugdes para a melhoria do

desempenho das gueries que sobre ele sao usualmente langadas.
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e Explorar o modelo de programacao MapReduce e desenvolver estruturas de dados

adequadas para suportar um DW tipico utilizando esse modelo.

e Elaborar um estudo comparativo entre um SDW baseado em MapReduce e um SDW

convencional baseado num modelo multidimensional de dados assente numa

plataforma relacional.

1.5 Estrutura da Dissertacao

O objetivo deste trabalho consiste essencialmente no estudo de uma adaptacdo de uma estrutura

multidimensional de dados — habitualmente um esquema em estrela — para uma baseada no

modelo de programacao MapReduce. Desta forma, interessa destacar algumas das vertentes

relacionadas com o problema examinado, com especial destaque nas técnicas de otimizacdo de

desempenho de gueries em ambientes de processamento analitico. Nessa perspetiva e, de acordo

com ambito proposto na Seccdo 1.3, além do presente capitulo, este documento encontra-se

estruturado em mais 4 capitulos, divididos de forma a enquadrar o leitor dos assuntos abordados,

nomeadamente:

Capitulo 2: Apresentagdo do modelo de programagdo MapReduce,
compreendendo pequenos exemplos. Caracterizacdo de um cenario tipico para a
aplicacdo deste modelo de programacdo. Algumas aplicagdes baseadas em
MapReduce e alguns casos de sucesso.

Capitulo 3: Exploracdo de uma estrutura tipica de um DW, incluindo possiveis
técnicas utilizadas na satisfagao das gueries. Andlise da integracao de MapReduce
em ambientes de DW (condicbes para o fazer e implementacdes de SDW
existentes baseadas em MapReduce).

Capitulo 4: Caracterizacgo de um caso de estudo (uma estrutura
multidimensional de dados tipica). Demostragdo do processo de integragao de
MapReduce para o caso de estudo descrito. Elaboracdo de um estudo de avaliagao
do antes, em termos de tempos de satisfacdo das gueries, espaco em disco, custos
de manutencdo de estruturas e planos de execugdo das gueries. Paralelamente,
sao apresentados alguns aspetos importantes das gueries processadas em

MapReduce.
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Capitulo 5: Apreciacao critica do trabalho desenvolvido. Realizacdo do
levantamento dos contributos que este trabalho pode conceder no

desenvolvimento de estruturas de dados em MapReduce. Por Ultimo, é indicado

uma possivel orientacdo para trabalho futuro.
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Capitulo 2

MapReduce

2.1 O Modelo de programacao

O MapReduce (Dean and Ghemawat, 2004) é um modelo de programacdo dedicado ao
processamento de grandes conjuntos de dados. Este foi introduzido em 2004 pela Google®, tendo
sido desenvolvido por Jeffrey Dean e Sanjay Ghemawat. O MapReduce (MR) coloca em pratica os
principios da computacdo paralela e distribuida. As inUmeras computacdes simples — com uma
guantidade elevada de dados de entrada — que a Google realizava diariamente, como a construgao
da estrutura de indexacdo para o seu servico de pesquisa, requeriam um processamento
distribuido efetuado em clusters de milhares de maquinas de forma a que fosse possivel obter os

resultados num intervalo de tempo satisfatorio.

A computagdo paralela e distribuida sdo caracterizadas por possuirem configuragées complexas de
forma a puderem dar resposta a falhas, a distribuicao dos dados e a sincronizacdo. O MR cria uma
abstracdo que sustenta e oculta estas configuracdes, por exemplo como particionar os dados de
entrada, planear a execucdo paralela ou coordenar a comunicacdo entre maquinas para permitir

realizar tarefas simples sem grande esforgo. Assim, os programadores inexperientes em sistemas

6 http://www.google.com/
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paralelos e distribuidos beneficiam das suas caracteristicas em atividades de processamento de
dados. Outra propriedade atrativa do MR consiste na sua alta escalabilidade, que permite
processar petabytes de dados por milhares de commodity machines. O MR tem também uma
implementacdo open source, denominada Hadoop’ da Apache Software Foundation, que aquando
do seu lancamento proporcionou uma versao aberta para a investigacdo do modelo pelas

comunidades académica e industrial.

Inspirado na programagao funcional, o MR deriva de duas fungdes de ordem superior: map e
reduce, usualmente chamada 7o/d. No contexto da programagao funcional, a map aplica uma dada
funcao, definida pelo utilizador, a cada elemento de uma lista; a fo/ld combina uma fungao,
também definida pelo utilizador, e uma lista para produzir um resultado. O modelo de
programacao subjacente ao MR resume-se na definicdao destas funcbOes para processar uma
estrutura de dados, pares chave/valor, onde a funcdao map (programagao funcional) corresponde a
fase map (MR) e a fungao fold (programacao funcional) corresponde a fase reduce (MR). Desta
forma e ja no contexto do MR, a funcdo map (Figura 4.1) aceita um par de entrada e produz um
conjunto de instancias com o formato chave/valor de dominio diferente ao recebido. Antes da fase
reduce receber o conjunto produzido por map, este é organizado de forma a associar todos os
valores, de cada chave, e agrupa-os por conjuntos, respetivamente. Esta operacdo é realizada pelo
proprio MR. A funcdo reduce (Figura 4.2) recebe o conjunto de instancias organizado e calcula um

subconjunto, tipicamente uma agregacao, para cada chave.

map (k1,v1) - lista(k2,v2) (1)
reduce (k2, lista(v2)) — lista(k3,v3) (2)

Figura 4: Fungdes do MapReduce
Os pares de entrada da fungao map e os pares que a funcao reduce produz estdo armazenados

num sistema de ficheiros distribuidos; os pares intermédios encontram-se no disco local do nodo

gue o produziu.

7 http://hadoop.apache.org/
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2.1.1 Exemplos de aplicacao

O exemplo mais comum da aplicacdo de MR consiste no calculo do nimero de ocorréncias para
cada palavra de um conjunto de documentos (Dean and Ghemawat, 2004). As fungbes map e

reduce sao representadas pelo pseudo-cddigo:

map (String chave, String valor):
Para cada palavra p em valor
emitirParIntermedio(p, ‘1°)

reduce (String chave, Cole¢do valores):
Resultado = 0;
Para cada valor v em valores
Resultado += ParseInt(v);
Emitir(Resultado);

Figura 5: Fungbes map e reduce

A map recebe um par chave/valor, na qual a chave equivale ao nome do documento e o valor
corresponde ao seu conteido, que é percorrido de forma a associar a cada palavra o valor '1'.
Desta forma, um conjunto intermédio é produzido, composto por pares palavra/1, como a

Figura 6 ilustra.

||.t|:||| ,“1 "
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Figura 6: Funcdo map

O MR relne todos os valores de uma palavra e junta-os de forma a aplicar a fungdo reguce, que
soma todos os valores correspondestes a cada palavra (

Figura 7).
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"to" 1"
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Figura 7: Agrupar valores pelas chaves ordenadas

No final sdo emitidos os pares palavra/ (resultado da soma), realizada pela fungdo reduce. O
output é escrito em ficheiro, um por cada reduce, e dentro destes, as palavras encontram-se

ordenadas alfabeticamente (

Figura 8).
"he 1111
Ilr.“:ltllI I.1II "t:lE"lllzu
. [' "] — "not""1"
ar' 1" ngp
IItDIII[|I.1 IIIII.1 II] "tl:'" III 2"

Figura 8: Funcao reduce

Outro exemplo corrente da aplicacdo do modelo baseia-se na construcdo de um indice invertido.
Um indice invertido é uma estrutura de dados que associa a um conjunto de termos, uma lista de
documentos que os menciona. A fungao map lé os documentos e produz uma sucessdo de pares,
no qual o termo corresponde a chave e o nome do documento ao valor, respetivamente. A funcao
reduce recebe o termo e a lista de documentos associada e organiza-a de forma a remover

repetidos, para no final devolver o indice invertido.

2.2 Execucao de trabalhos em MR

Um programa em MR, também conhecido por trabalho ou job, consiste na implementacdao das
funcbes map e reduce, juntamente com as configuragdes de alguns parametros, como o0s
caminhos das pastas de /nput e output (Lin and Dyer, 2010). Antes de analisar a execugao de um

trabalho em MR, é apresentada a terminologia que sera utilizada:
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e Trabalho - programa em MR.
e Maquina - computador que pertence a um cluster.

e Tarefa ou worker - um processo que executa numa maquina.

e Mapper- uma tarefa que aplica a funcdao map.

e Reducer - uma tarefa que aplica a fungao reduce.

e Nodo - processo que se encarrega de gerir a execucdo das tarefas. Estes sdo
executados nas maquinas do cluster, idealmente um nodo corresponde a uma

maquina. O JobTracker8, do Hadoop MR, é um exemplo de um nodo.

Dok .© - :
R ik €1) fork

@

2 assign
Lassign reduce .

map
output

file 0
SPlil 2 (3) read @ (4) local write ]
— output
L 5 - file |

split 0

() wrile

split 1 worker

split4
Input Map Intermediate files Reduce QOutput
files phase (on local disks) phase files

Figura 9: Vista geral da execugao em MR (retirado de (Dean and Ghemawat, 2004))

A execucao de um trabalho é realizada através de varios passos. No primeiro passo, o input é
dividido em M partes de tamanho fixo, tipicamente de 64 MB cada uma delas, e inicia 0 mesmo
numero de cépias do programa no cluster. Um dos nodos do cluster é o master e os restantes sdo
os workers. O master escolhe os workers que nao se encontram em atividade e, para cada um,

atribui-lhes a tarefa map ou reduce (segundo passo). O nimero de mappers € M. No entanto o

8 http://wiki.apache.org/hadoop/JobTracker/
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numero de reducers pode ser configurado pelo utilizador. O terceiro passo resume-se na execucao
do mapper. Esta operacdo gera os pares chave/valor intermédios que serdo escritos num buffer
em memoria. Periodicamente, este buffer é armazenado no disco local (quarto passo). No final da
execucdo dos mappers, os pares intermédios que se encontram em disco sdao divididos em R
(nimero de reducers) particbes de tamanho igual. A localizacdo destas particoes é enviada ao
master, que as encaminha para os reducers. Quando um reducer é notificado pelo master, este
usa remote procedure calls (RPC) para ler os dados intermédios que se encontram no disco do
mapper (quinto passo). Por Ultimo, cada reducer ordena os dados de /input, ordena e agrega-os
por chave e aplica a fungdo reduce. O output é escrito num ficheiro separado, um para cada
reducer, com o formato chave/valor. Quando todos os mappers e reducers terminarem, o master

anuncia ao utilizador que o trabalho foi concluido (Dean and Ghemawat, 2004).

2.3 Cenario tipico

O método utilizado pelo MR para a resolucdo de problemas envolve, tipicamente, o seguinte

conjunto de agoes:

Ler um grande conjunto de dados.
Aplicar a funcdo map para extrair parte da informacao pretendida.
Organizar e agregar a informacao extraida em pares chave/valor.

Aplicar a fungao reduce para agregar, filtrar ou transformar.

i & W N

Escrever o conjunto produzido.

O utilizador define as fungdes map e reduce, a execucao do programa, de forma paralela, fica
encarregue ao MR. As operagbes map nao tém dependéncia entre si, mas as operacoes reduce
estao dependentes dos pares produzidos por map, ja entre si, as operagbes reduce executam de
forma independente. Num programa MR, a sincronizacdo ocorre durante a fase de organizagao,
quando os pares intermédios sdao copiados dos mappers para os reducers. Este método pode
mostrar-se restrito, ja que MR impde o uso de uma estrutura chave/valor, mas é capaz de
implementar algoritmos sofisticados, mesmo que impligue decompor o algoritmo em varios
trabalhos MR (Lin and Dyer, 2010). O MR é caracterizado por se basear numa arquitetura shared-
nothing, isto €, os nodos utilizam os recursos locais (disco e memoria) para as computacgoes.

Porém, o /nput e o output dos trabalhos MR sdo partilhados por todos os nodos. A arquitetura
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shared-nothing torna o MR muito mais escalavel do que aquelas que partilham disco ou memdria
(Yang et al., 2007).

Qualquer problema com as capacidades de um trabalho ser partido em problemas menores e
executado em paralelo, e de forma independente, tem o perfil adequado para a aplicacdo de MR.
Os problemas denominados de embarrassingly parallel problems sao os mais adequados, pelo
facto dos processos ndo (ou raramente) comunicarem entre si. Assim, os dados sao distribuidos,
inicialmente, e no final recolhem-se os resultados (a sincronizacao é reduzida). Os embarrassingly
parallel problems sdo adaptados para executar em apenas um trabalho. O MR também suporta
algoritmos iterativos, apesar destes serem dificeis de implementar. Normalmente, estes algoritmos
requerem mais do que um trabalho para executar cada iteragao e, por vezes, um nimero elevado
de iteracOes para satisfazer os critérios de paragem. Executar um numero elevado de trabalhos
resulta em perda de eficiéncia, devido ao tempo gasto pelo framework em tarefas background

(laténcia), por cada trabalho (Srirama et al., 2012).

2.4 O Apache Hadoop

O Apache Hadoop (White, 2012) é um framework que permite processar grandes quantidades de
dados dispersos por clusters de computadores, através de bibliotecas open source, em Java. Foi
criado por Doug Cutting, o criador do Apache Lucene?®, e teve a sua origem no Apache Nutch'?, um
motor de busca open source que faz parte do projeto Apache Lucene. O Apache Nucth arrancou
em 2002. A sua arquitetura ndo suportava escalabilidade, uma caracteristica desejada para o
processamento (Bondi, 2000). Em (Ghemawat et al., 2003) descreveu-se o sistema de ficheiros
utilizado pela Google (GFS), que resolve o armazenamento de ficheiros de grande dimensao. Esta
publicacao deu origem ao sistema de ficheiros distribuidos do Nutch (NDFS), em 2004, que mais
tarde adotou o nome HDFS. Nesse mesmo ano, a Google introduziu o modelo de programagao MR,
ja apresentado anteriormente. Uma implementacdo deste modelo, para o Nutch, comecou a ser
desenvolvida em 2005 e, a meio do ano, os principais algoritmos deste motor de busca estavam

prontos a executar em MR e NDFS. Em 2006, o NDFS e o MR, separaram-se do Apache Nutch para

9 http://lucene.apache.org/
10 http://nutch.apache.org/
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criar um subprojecto independente — o Hadoop — uma vez que estes eram aplicaveis a mais

dominios, para além dos motores de busca (White, 2012).

2.4.1 Um sistema de ficheiros distribuidos

Ocasionalmente, um qualquer conjunto de dados ultrapassa a capacidade fisica de armazenamento
de uma magquina. Neste caso, uma das solugdes consiste em dividir este conjunto de dados por
partes e distribui-los por varias maquinas separadas, o que exige um sistema de ficheiros
adequado, caracteristicamente um sistema de ficheiros distribuidos, para gerir o acesso e
armazenamento de ficheiros numa rede de computadores. O Apache Hadoop é acompanhado por
um sistema de ficheiros distribuidos, chamado Hadoop Distributed Filesystem (HDFS), mas é capaz
de integrar outros sistemas de armazenamento, como o Amazon S3 ou o Jocal filesystem, devido

as suas capacidades de abstracdo (White, 2012).

Tal como ja foi referido, o HDFS nasceu apds a Google divulgar o GFS. Este partilha muitas
caracteristicas com outros sistemas de ficheiros distribuidos, mas, obviamente, apresenta algumas
diferengas, como a alta tolerancia a falhas e a capacidade de utilizar Aardware barato (Borthakur,
2007). Outra caracteristica relevante do HDFS é o streaming access. Este sistema de ficheiros foi
construido com o intuito que o padrdo mais eficiente para processar dados é: uma escrita, muitas
leituras. Apos o conjunto de dados ser copiado da fonte ou gerado, este é submetido a varias
analises, em que cada uma delas envolve uma grande porc¢do (ou todos) os dados - o tempo de
leitura integral dos dados &, assim, mais importante do que a laténcia de ler o primeiro registo
(White, 2012).

O HDFS adota a arquitetura cliente-servidor, tal como o Hadoop MR. Um nodo é o master, também
designado por namenode, enquanto que os restantes nodos sdao denominados por clientes ou
datanodes. O namenode mantém os metadados associados ao sistema de ficheiros, isto é as
permissOes ou a localizacdao de ficheiros, e coordena as operacOes de abrir ou mudar o nome a
ficheiros. Quanto aos datanodes, encontram-se dispersos pelo cluster, com a responsabilidade do

armazenamento dos dados (Borthakur, 2007).
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2.4.2 O HBase

O MR e o GFS formam a base para processar grandes quantidades de dados. Porém este
processamento revela-se ineficiente em acessos aleatorios aos dados, principalmente nas consultas
em tempo real. Isto deve-se a ineficiéncia do GFS quando trabalha com um ndmero elevado de
ficheiros de tamanho reduzido, apesar do bom desempenho para um ndmero reduzido de ficheiros
de tamanho elevado. Quanto maior o nimero de ficheiros, maior a pressao que a memdria do
nodo master tem de suportar. Assim, a Google desenhou uma solugdo capaz de armazenar blocos

pequenos, em GFS, designada de Bigtable (Lars, 2011).

O Apache Hadoop esta relacionado com diversos projetos da Apache e, entre eles, encontra-se o
HBase (Lars, 2011). Apenas decorrido um ano apds a publicacao de (Chang et al., 2006), que
apresentou a arquitetura da Bigtable da Google, surge o HBase, uma implementagdo open source
em Java, com base no HDFS e criada pela Powerset - mais tarde, este projeto tornou-se parte da

Apache Software Foundation.

O modelo de dados da Bigtable, assim como do HBase, consiste num conjunto de associagdes
chave/valor multidimensional, esparso, ordenado, persistente e distribuido. Este conjunto é
indexado através da chave linha (row key), chave coluna (column family e qualifier) e um
timestamp; o valor corresponde a um conjunto de bytes. O acesso a um valor pode ser expresso

da seguinte forma:

(chave linha, chave coluna, timestamp) - valor

As linhas sdo, arbitrariamente, cadeias de caracteres (Strings), ordenadas lexicograficamente. As
colunas sdo formadas por familias (criadas juntamente com a tabela e armazenadas em ficheiros
separados) e qualifiers. A chave para a coluna segue o formato familia:qualifier. O timestamp
permite armazenar varias versdes para a mesma chave (chave linha, chave coluna). Este é
registado em microssegundos para a Bigtable, ja para o HBase € em milissegundos. As versdes
encontram-se ordenadas decrescentemente pelo seu timestamp, de forma a aceder primeiro a
versao mais recente (Chang et al., 2006). As tabelas sao automaticamente particionadas, de forma
horizontal pelo HBase em regides e, cada uma abrange um subconjunto de linhas de uma tabela
(Lars, 2011).
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2.5 Aplicacoes

A comunidade cientifica apresentou varias implementagdes para o MR em diferentes areas, como
computacdes machine learning, simulacao e processamento de imagem (Chen and Schlosser,
2008), indexacao e processamento de grafos (Lin and Dyer, 2010), entre outros. O dominio de
problemas estudado com MR ¢, assim, bastante amplo. O artigo que apresenta o MR (Dean and
Ghemawat, 2004) expde um conjunto de aplicacdes para este modelo. Dentro do artigo, os
autores identificam varias aplicagdes, como: calcular do nimero de ocorréncias para cada palavra

de um conjunto de documentos ou fazer a construcdo dos ja referidos indices invertidos.

A pesquisa e a ordenacao sao duas aplicacbes bastante comuns deste modelo. O Distributed Grep
€ a versdo distribuida da ferramenta grep que emite as linhas de um conjunto de ficheiros se
corresponder a um padrao fornecido. Em MR, esta operacdo € realizada pelos mappers. O output
gerado, o conjunto intermédio, corresponde ao output final. Desta forma, ndo é necessario definir
a fungdo reduce para o calculo do grep. Na ordenacdo distribuida, o map extrai a chave de cada
registo e emite um par <chave, registo>. O reduce emite todos os pares, sem os alterar, do

mesmo modo que o distributed grep.

Outro dos usos mais comuns deste modelo € a analise de dados, principalmente quando a fonte de
dados para analise é grande. A analise de /ogs (Blanas et al., 2010) emergiu como uma forma de
analise importante, vulgarmente realizada pelo MR. O processamento de /ogs (ex. click-stream,
chamadas de telefone ou uma sucessdao de transacdes) sao recolhidos continuamente e
armazenados em ficheiros. O MR é usado para o calculo de varias estatisticas, de forma a obter
uma percecao mais correta do negodcio a partir dos dados, uma vez que os ficheiros que
armazenam os registos ou os eventos nao necessitam de uma formatagdo especifica para serem
processados. Nao é exigida para isso uma transformacdo prévia dos dados para os processar. A
contagem de acessos a um URL, semelhante ao do nimero de ocorréncias para cada palavra, com
a diferenca que a funcdo map recebe o registo das solicitagdes de uma pagina web e emite o par

<URL, 1>, é um exemplo de uma analise log.

O MR ¢é também aplicado a problemas mais complexos, como € o caso dos algoritmos iterativos
(Ekanayake et al., 2010). A arquitetura do MR, apresentado pela Google, concentra-se num
trabalho MR para processar os dados com uma melhor tolerancia a falhas e armazenar grande

parte dos outputs em ficheiros, durante a computagdo. Numa sequéncia de varios trabalhos MR, os
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dados s3o carregados repetidamente, o que se traduz num custo elevado no desempenho para
muitas destas aplicacdes. No entanto, este modelo tem a capacidade de implementar varios tipos
de algoritmos iterativos, como: grafos, nos quais sdo exemplos o PageRank e a pesquisa paralela

beadth-first, ou data mining, como sucede com o algoritmo k-means.

2.6 Alguns casos de sucesso

Desde a sua introducao a comunidade tecnoldgica, em 2004, o MR foi adotado por varias
entidades para os diversos desafios que labutam diariamente. O modelo tem vindo a cimentar,
cada vez mais, uma posicao na industria da computagdo e da comunidade de investigagdo. Em
2008, a Google, pioneira deste modelo, processava mais de 20 petabytes, diariamente, grande
parte dedicado a reconstrucdo do sistema de indexacao que produz a estrutura de dados usada no
seu servico de pesquisas (Dean and Ghemawat, 2008). Ainda na Google, o MR é aplicado a outros
dominios, como o processamento de imagens de satélite, computacdes de grafos, produzir
relatorios de gueries populares, tradugdo (processamento de linguagens) e noticias (clustering).
Em 2010, o Facebook!!, um dos maiores servicos de redes sociais, apresentou uma implementacao
de um DW e de uma infraestrutura analitica (Thusoo et al., 2010). O DW armazena mais de 15
petabytes de dados (2.5 petabytes apds a compressao) e carrega, diariamente, mais de 60
terabytes de dados (apds a compressao), para a analise de dados, recomendacdes ao utilizador,
geracao de relatorios, criacdo de business intelligence dashboards), entre outros. Existe uma lista
de instituicdes extensa (Community, 2013) que utilizam o Hadoop para fins educacionais e de

producdo.

1 http://www.facebook.com
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Capitulo 3

SDW Baseados em MapReduce

3.1 Estrutura tipica de um data warehouse

Desde os anos 70, o modelo de dados relacional, proposto por Edgar Frank Codd (Codd, 1970),

tem sido adotado pelas bases de dados relacionais. No esquema relacional, uma relacao é

habitualmente designada por tabela que caracteriza uma estrutura bidimensional formada por zero

ou mais instancias, também designadas por tuplos ou registos. O nimero de tuplos de uma

relacdo denomina-se por cardinalidade. As relacdes sao compostas por um ou mais atributos, cada

um definido num dado dominio de valores. O nimero de atributos de uma relacdo é designado por

grau da relacdo. Analisemos o pequeno exemplo apresentado na Figura 10, que mostra uma

relagao designada por “Cliente”. Esta relagao € composta por 5 tuplos (cardinalidade da relagdo) e

3 atributos (grau da relacdo).

Cliente (chave nome

1 Cliente 1
2 Cliente 2
3 Cliente 3
4 Cliente 4
5 Cliente 5

Figura 10: A relagdo “Cliente”

idade)

20
25
18
30
19
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Cada tuplo numa relagdo é identificado de forma univoca por um atributo ou por um conjunto de
atributos, que é designado por chave primaria (ex. “clienteID” na relacdo “Cliente”). Este
identificador garante que as instancias de uma dada relacdo sdo distintas e que permite instituir

ligacbes entre relagdes, por exemplo:

Cliente (clientelD,nome, idade)
Venda (vendalD, clientelD, quantidade)

As relagoes “Cliente” e “Venda” tém em comum o atributo “clienteID” que estabelece a ligacao

7

entre as duas relagdes. Na relacao “Venda”, o atributo “clienteID” é uma chave estrangeira.

O modelo relacional apresenta regras que normalizam o conjunto de atributos com o objetivo de
reduzir a redundancia nos dados. Desta forma, a manutencao dos dados entre as relagbes €
reduzida, bem como o desempenho e o0 espaco para armazenamento. Este modelo tem as
caracteristicas ideais para modelar e processar dados de forma transacional. A normalizacdo
certifica a integridade e consisténcia dos dados, preservada pelas transacdes. Cada transacao
utiliza um nimero pequeno de tuplos, o que torna dificil realizar uma analise de dados em tempo
atil. As consultas podem abranger varias tabelas e como tal exigem frequentemente o
estabelecimento de operacdes de juncdo. A juncdo de tabelas traz custos excessivos no

desempenho e, consequentemente no tempo de resposta as questdes colocadas.

Um DW é orientado a um assunto, integrado, nao volatil e variavel ao longo do tempo (Inmon,
2002). O assunto esta diretamente focado na organizagao da informacdo, isto €, a modelagdo é
orientada a andlise de dados para facultar uma visdo simples da matéria de que se trata.
Integrado, uma vez que tem a capacidade de incluir dados provenientes de diversas fontes de
dados heterogéneas e conjuga-los de forma a tornarem-se consistentes, por exemplo, através de
técnicas de limpeza e transformagdo. Este também devera permitir uma leitura histérica da
informagdo para apresentar uma evolugao do assunto ou do negdcio. Por Ultimo, um DW é ndo
volatil, o que significa que é um repositdrio fisico e separado do ambiente operacional, e deve

apenas suportar o carregamento de dados e permitir o seu acesso, nao os alterar.

Um DW suporta varios niveis de detalhe e diferentes perspetivas para os dados, com tempos de

resposta infimos. O espago multidimensional é usualmente suportado por uma base de dados
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relacional e encontra-se orientado a um assunto, ao contrario de um sistema OLTP, que se centra
no registo de todas as transagdes realizadas por uma organizacdo. Os sistemas OLTP sdo
caracterizados por possuirem estruturas otimizadas para leituras e escritas de dados, com niveis de
redundancia baixos. Neste sistema, as gueries mais comuns sao de leitura e escrita, de um nimero
reduzido de registos espalhados por varias tabelas diferentes. Pelo contrario, as gueries em DW
leem um numero elevado de registos para o calculo de agregagOes. Este tipo de gueries requer
que os dados do DW se encontrem representados por um dado modelo multidimensional
(Chaudhuri and Dayal, 1997).

Um dos conceitos importantes é o facto. Este conceito representa um conjunto de eventos que
ocorreram na empresa. Um exemplo de um evento € a venda simples, ou seja um cliente realizar
uma compra de um conjunto de produtos. Cada facto é descrito por valores de um conjunto de
medidas pertinentes que fornece uma descricdo quantitativa dos eventos. Receita e desconto da
venda sdao exemplos de medidas. A dimensdo é outro conceito relevante para o modelo
multidimensional. Uma dimensdo é um eixo de analise para os factos (ex. produto ou cliente,
numa venda simples). Normalmente, estas dimensGes encerram em si hierarquias que
representam varios niveis de agregagao. Os niveis sao definidos por atributos. Uma hierarquia
modelo para produto é formada pelos atributos: “produto -> tipo -> categoria” (Golfarelli and
Rizzi, 2009).

Um data mart é uma parte de um DW que suporta os requisitos de um determinado area
especifica de tomada de decisdo de uma organizagdo (Kimball et al., 1998). Quando comparados
com o DW, os data marts tém menos dados e, assim, as resposta as gueries, bem como a
transformacdo e a integracdo dos dados num data mart sdo mais rapidas do que num DW. A
simplicidade e o custo de um data mart, torna-o num projeto mais desejavel, relativamente a um
DW, mas o aumento do seu volume provoca uma degradacao do desempenho. O aumento do
nimero de data marts numa organizagdo exige uma administracdo forte e como tal mais complexa

(ex. manter a consisténcia, integridade, seguranga, etc. de mais sistemas de dados).

Numa implementagao relacional de um DW, o modelo de dados multidimensional é armazenado
numa base de dados relacional e as operagbes sao expressas normalmente em SQL. O desenho
desta base de dados estd otimizado para realizar carregamentos e consultas de dados

eficientemente. Normalmente, este desenho traduz-se num esquema em estrela (star schema) ou
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num floco de neve (snowflake schema). Existem algumas diferencas entre estas duas
configuracdes de esquemas. O esquema em floco de neve (Inmon, 2002) normaliza as tabelas
dimensdo até a terceira forma normal. J3 o esquema em estrela (Kimball, 1996) mantém as
tabelas dimensdo altamente desnormalizadas (uma tabela por cada dimensdo). A maioria dos DWs
usam o esquema em estrela para representar o0 modelo de dados multidimensional (Chaudhuri et
al., 2011).

3.1.1 Esquema em estrela

Numa base de dados relacional, a configuragdo multidimensional que regula a organizacdao dos
factos e das dimensOGes para armazenamento, corresponde, geralmente, a um esquema em
estrela. Este é composto por um conjunto de tabelas dimensdo e por uma tabela de factos (Figura
11).

Cliente

Figura 11: Esquema em estrela

Num esquema em estrela, as tabelas dimensdo (“Data”, “Cliente” e “Produto”) contém atributos
que fornecem um dado contexto de analise para a informacgdo incorporada numa dada tabela de
factos. Nas gueries, tais atributos especificam quais os factos a agregar. O seu valor fornece um
contexto as medidas. Nas configuragdes mais vulgares, as tabelas dimensdo ndo se encontram na
terceira forma normal. No entanto, o esquema em estrela ndo fornece um suporte explicito para os
atributos que compdem uma hierarquia. O esquema em floco de neve, ilustrada pela Figura 12,

faculta um refinamento do esquema em estrela, em que as hierarquias sdo explicitamente
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representadas pela normalizacao das tabelas dimensdo. Isto conduz a uma reducdo do custo de
manutencao das tabelas dimensdo (Chaudhuri et al., 2011). Na Figura 12, a normalizacdao da tabela
dimensdo “Cliente” até a terceira forma normal origina uma nova tabela, a tabela “Cidade”. Esta

nova tabela é designada de Outriger.

#KeyC

name
idade
CidadelD

Cidade

#CidadelD
name
distrito

Figura 12: Esquema em floco de neve

No centro de um esquema em estrela reside uma tabela de factos. Esta reline as chaves
estrangeiras das tabelas dimensdao associadas a si. Por vezes, o conjunto das chaves de
substituicdo forma a chave primaria da tabela de factos. Cada linha da tabela de factos armazena
um facto, com um nivel de detalhe especifico, representando o elemento de dados mais detalhado,
que caracteriza o grao da tabela de factos (ex. vendas diarias de um produto a um cliente).
Através de agregacoes, a informagdo contida nestas tabelas pode ser assimilada numa variedade
de niveis diferentes, como vendas mensais ou anuais. A granularidade da tabela de factos pode
também ser modificada com a adigdo ou a remogdo de dimensdes. Outra configuracdo possivel (e
mais complexa) de um esquema, o esquema em constelacao (constellation schema), pode
incorporar varias tabelas de factos que partilham tabelas de dimensdo - este esquema pode
também ser visto como uma colecdo de esquemas em estrela. A Figura 13 representa um esquema
em constelacdo no qual se pode identificar as tabelas de factos “Vendas” e “VendaProds”,

partilhando as tabelas dimensado “Data” e “Produto”.
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Cliente

#CidadelD
nome
distrita

Froduto

#KeyP
name
codigo
categoria

Figura 13: Esquema em constelagao

Geralmente, o modelo multidimensional assume que os valores que povoam as tabelas de
dimensdo sdo estaticos, ou seja, sdo independentes do tempo, o que nem sempre é verdade no
mundo real. Slowly changing dimensions (Kimball, 1996), ou dimensdes de variacao lenta é o
termo que caracteriza uma dimensdo que contém atributos que variam ao longo do tempo, como a
mudanca de morada de um cliente ou a atribuicdo de uma nova categoria a um produto. Estes
eventos — capturados nos sistemas operacionais — sdo modelados no esquema ldgico para
acomodar estas alteracdes. Para cada atributo é necessario especificar uma estratégia que registe

tais mudancas. As estratégias mais comuns s3o:

e Tipo 1: substituir o valor antigo pelo atual no registo da tabela dimens3o. A Figura 14
exemplifica esta estratégia para o atributo categoria. No dia ‘01/01/2000’, o ‘ProdC’
pertencia a categoria ‘CATO03’, contudo, no dia ‘'01/03/2000° este produto foi
classificado com a categoria ‘CAT04’. A solucdo do tipo 1 para este cenario atualiza o
registo ja existente com a nova categoria. Todos os fatos ficam agora associados com
0 novo valor. Este tipo é facil de implementar, no entanto ndao mantem um histdrico

dos valores anteriores.
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01 de Janeiro de 2000 01 de Margo de 2000
#KeyP nome categoria #KeyP nome categoria
1 ProdA CATO1 1 ProdA CATO1
2 ProdB CATO02 2 ProdB CATO2
3 ProdC CATO3 3 ProdC CATO4

I |

Figura 14: Tipo 1

Tipo 2: adicionar um registo com o novo valor a tabela dimens3ao. A Figura 15
demonstra a resposta a alteracdo do ‘ProdC’ do dia ‘01/03/2000’. Esta abordagem cria
dois ou mais registos, separados fisicamente pela chave de substituicdo “KeyP”, que se
relacionam com um registo l6gico. Todos os factos posteriores ao dia ‘01/03/2000’
associam-se, agora, ao registo novo com o valor da chave de substituicao superior aos
registos mais antigos. Ao contrario do tipo 1, o tipo 2, bem como os tipos 3 e 4,
mantém um histdrico.

#KeyP nome categoria
1 ProdA CATO1
2 ProdB CATO2
3 ProdC CATO3
4 ProdC CATO4

Figura 15: Tipo 2

Tipo 3: adicionar um ou mais atributos a tabela dimensdo, como a Figura 16 expGe.
Esta estratégia regista a versdo anterior — atributo “prevCategoria” — juntamente com
a data da ultima modificagdo; o valor atual encontra-se armazenado em categoria. No
exemplo da Figura 16, o histdrico estd limitado a apenas uma versdao dos dados,
contudo pode ser estendido a varias versoes através da adicdo de atributos. Os tipos 1
e 2 preservam a estrutura da tabela original, contudo esta estratégia altera com a
adicao das colunas.

#KeyP nome categoria prevCategoria dataModificagdo
1 ProdA CATO1 NULL NULL
2 ProdB CATO02 NULL NULL
3 ProdC CATO4 CATO3 01/03/2000

Figura 16: Tipo 3
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Outra estratégia comum é o tipo 4. Esta é representada por duas tabelas: a tabela dimensao que
armazena os dados correntes (sem alterar a estrutura base) e outra tabela que armazena os dados

que expiraram (Figura 17).

Produto
#KeyP nome categoria
1 ProdA CATO1 historicoProduto
2 ProdB CATO2 #KeyP categoria dataModificagao
3 ProdC CATO4 3 CATO3 01/03/2000

Figura 17: Tipo 4

O tipo 4, assim como o tipo 2, regista um numero ilimitado de versGes dos dados, mas este
armazena as versdes antigas numa tabela diferente (historicoProduto). O valor mais recente
mantem-se na tabela dimensdao. Cada variacao do valor do atributo categoria cria um registo
adicional na tabela separada (o valor anterior € a data da modificacdo) com a chave de
substituicdo que identifica registo modificado na tabela dimensdo. Esta tabela é relativamente
compacta, portanto o custo de armazenamento é menor do que o tipo 2. No entanto, esta
estratégia € menos intuitiva. Existem mais abordagens para modelar a variacdo do valor destes
atributos, em particular as abordagens ditas hibridas que combinam de alguma forma as técnicas

mais basicas apresentadas.

3.2 Técnicas para a satisfacao de gueries

O objetivo principal de um qualquer SDW ¢é facultar meios capazes de sustentar os processos de
tomada de decisdao de uma organizacao. Isto requer uma estrutura de dados desenhada de forma
a reduzir o tempo de resposta das consultas aos dados. Um modelo ldgico bem desenhado
(proveniente de um modelo conceptual adequado), aliado aos avangos da tecnologia e das
técnicas de modelacgdo, cria as condigbes para melhorar o tempo de processamento de gueries
(Golfarelli and Rizzi, 2009).

A desnormalizagdo € um das técnicas mais comuns para otimizar o acesso aos dados. Com um

custo de armazenamento maior, esta técnica evita a juncdo de tabelas, frequentemente utilizadas
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em gueries. Assim, o custo de juncdes € poupado. Nao existem calculos adicionais para aceder a
atributos presentes em outra tabela (ex. outrigers num esquema em floco de neve). No esquema
em estrela, as tabelas dimensdo adotam esta técnica. Apesar de a desnormalizacdo eliminar
grande parte da complexidade nas consultas, esta traz um custo elevado de manutencdo e
armazenamento dos dados (originada pela redundancia dos dados), como anomalias oriundas da

insercao, remogao ou atualizacdo de registos.

As bases de dados e os DWs partilham algumas das técnicas para minimizar os tempos de
resposta as interrogacoes. Estre estas, as mais eficazes para melhorar o desempenho de um DW
sdo as vistas materializadas e os indices. Geralmente, um bom modelo fisico combina de forma

cautelosa estas duas técnicas (Chaudhuri et al., 2011).

Usualmente, as tabelas de factos de um DW tém milhdes de registos. Desta forma, analisar todos
0s registos consome demasiado tempo. Uma estratégia para acelerar este processo consiste em
pré-calcular agregagGes dos dados. Em base de dados, uma vista materializada (Gupta and
Mumick, 1995) equivale a uma tabela que armazena os tuplos obtidos de uma pré-computacao.
Esta oferece um acesso mais rapido aos dados, porque limita-se a percorrer todos os tuplos de
uma tabela que responda a questdo colocada, sem realizar qualquer calculo. Esta técnica tem sido
amplamente estudada. No entanto tem varios problemas técnicos, por exemplo, as pré-

computagdes consomem tempo e espago em disco.

Ao longo do tempo, as tabelas referidas nas vistas materializadas sofrem alteracdes (ex. insercdes
na tabela de factos ou dimensao). Neste caso, as vistas materializadas tornam-se desatualizadas.
Estas, para manter consisténcia com as tabelas base, sdo recalculadas a partir do zero ou
atualizadas incrementalmente (Huyn, 1997). Na sua maioria, proceder com um novo calculo
sempre que as tabelas bases sdo modificadas é um desperdicio de recursos, ja que estas
modificagbes afetam parte da vista envolvida. Assim, estas manutengdes costumam realizar-se

através de atualizagbes incrementais.

Um DW contém varias perspetivas de anadlise e, consequentemente, varias vistas para possivel
materializacdao. Um conjunto de vistas materializadas que represente todas as perspetivas de
analise é, muitas vezes, um cenario insuportavel devido ao limite do espaco em disco e aos custos

de manutencdo. Ocasionalmente, vistas diferentes partilham os mesmos dados das tabelas base.
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Desta forma, este aspeto é explorado para selecionar um conjunto de vistas que traduza um bom

desempenho, sem realizar grandes manutengOes (Yang et al., 1997).

O modelo ldgico oferece a possibilidade de criar diferentes variantes do esquema em estrela para
representar varios niveis de agregacdo. Outra técnica consiste em armazenar os dados relativos a
diferentes conjuntos “group-by’ em tabelas de factos separadas (Golfarelli and Rizzi, 2009). Por
exemplo, na Figura 13 pode-se ver a representacdo de dois niveis de agregacao distintos (as
tabelas de factos “Vendas” e “VendaProds”). Esta configuracdo permite realizar operagdes de drill
down de “VendaProds” para “Vendas” (Moody and Kortink, 2000), uma vez que a tabela
“VendaProds” representa uma granularidade superior (com as chaves estrangeiras das tabelas
dimensdo “Data” e “Produto”) e a tabela “Vendas” que representa o nivel de detalhe maior

(granularidade inferior). A Figura 18 apresenta mais uma dessas possiveis configuracoes.

Cliente

Cidade

#iey
#eyD #CidadelD
#CidadelD nome
______________ distrito
valar

Figura 18: Esquema em floco de neve com dados agregados

A semelhanca do esquema apresentado na Figura 13, 0 esquema da Figura 18 mostra duas tabelas
de factos que mantém niveis de agregacdo separados. A diferenga reside no facto que a tabela
com a granularidade superior, agora a “VendaCidade”, armazena os factos das vendas relativas a
venda diaria a clientes de uma determinada cidade. Esta configuracdo apresenta duas vistas para a
hierarquia presente na tabela dimensdo “Cliente”: “nome -> cidade” O nivel “nome” é

representado pela tabela “Vendas”, ja o nivel cidade é pela tabela “VendaCidade”. Como estas
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abordagens usam duas tabelas para responder as gueries, o desempenho do DW aumenta, ao

contrario do que verifica com uma tabela de factos que solucione todas as gueries.

3.2.1 Indices

Durante as Ultimas décadas, os indices foram alvo de um estudo intensivo no dominio dos SGBD
relacionais. Um indice é uma estrutura de dados que permite o acesso aleatorio a registos. Sempre
gue possivel, os indices devem ser utilizados para evitar percorrer todos os tuplos de uma tabela.
O célculo da selecdo destes registos pode tirar partido dos indices. Grande parte dos indices é
definida para as tabelas dimensdo. Estes aumentam o seu volume, quando a tabela cresce, ou
seja, os indices requerem espaco especifico para o seu armazenamento. Um grande nimero de
indices afeta o processo de carregamento das tabelas, ja que é necessario criar novos indices para
cada registo inserido (Ponniah, 2004). As vistas materializadas também incorporam indices (Gupta
et al., 1997).

A arvore B+ (Comer, 1979), o tipo de indice mais usado e implementado pela maioria dos SGBDs,
evoluiu da arvore B (Bayer and McCreight, 1972). A Figura 19 ilustra parte de uma arvore B+, que
constréi uma chave numérica, a partir de todos os valores de um atributo. As subarvores da
esquerda contém as chaves numéricas inferiores ou iguais a chave numérica da raiz, todavia as
subarvores da direita contém as chaves numéricas superiores a chave raiz. Assim, a estrutura

mantém-se sempre ordenada.

e[l l] [ [le=lbed [ [ He =11 [

Pagina de dados Pagina de dados Pagina de dados

Figura 19: Arvore B+ (adaptada de (Comer, 1979))
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Uma arvore B+ pode indexar uma chave primaria (indice primario) ou qualquer outro atributo
(indice secundario). Caso seja clustered, esta ordena os tuplos fisicamente para os atributos
definidos por este indice. Caso contrario, a arvore B+ denomina-se por unclustered. Um indice
clustered melhora o desempenho de uma tabela, pois este junta fisicamente os indices e os
registos num segmento, logo adquire-se os dados numa leitura. As técnicas tradicionais requerem
duas leituras: uma primeira leitura para obter o segmento correspondente aos indices e a segunda
leitura para obter os dados, ou seja, os indices e os dados encontram-se em segmentos diferentes.
Com um indice clustered, as gueries executam mais rapidamente quando é procurado um intervalo

de valores ou um valor em particular (Golfarelli and Rizzi, 2009).

Um atributo composto por muitos valores distintos (ex. cidade) é o mais apropriado para ser
indexado por uma arvore B+, porque os valores numa folha (pagina de dados) sdo Unicas, o que
conduz a linhas de dados distintas e ndo a uma série de linhas por folha. Para os atributos
constituidos por poucos valores distintos (seletividade baixa), por exemplo distrito, as arvores B+
nao sao eficientes. Todavia, combinar o atributo distrito com outro atributo (ex. cidade) aumenta a
seletividade. Esta concatenacdo cria um indice arvore B+ em ambos os atributos, conjuntamente
(Ponniah, 2004).

Outra estrutura de dados, os indices Bitmap (O'Neil, 1989), sdo os ideais para casos de
seletividade baixa. Um bitmap é uma sequéncia de bits, uma para cada valor do atributo indexado.
Esta estrutura ocupa significativamente menos espaco em relacdo as arvores B+ para os atributos
de seletividade baixa. Geralmente, as gueries sdao constituidas por um ou mais predicados que
filtram os registos. Por exemplo, uma consulta possivel para o esquema da Figura 11 é: “o valor
total das vendas para o ano de 2000 e o més de Janeiro”. O processamento desta guery, através
do indice bitmap, obtém os registos que se qualificam pelo calculo do operador légico AND bita bit
dos vetores respetivos. No entanto, caso ocorra uma inser¢ao de um novo valor do atributo

indexado, o indice bitmap tem obrigatoriamente de ser reestruturado (Ponniah, 2004).

3.2.2 Particionamento de dados

Outra técnica para a satisfacdo de gueries, a partigao dos dados, permite a divisdo de um conjunto
de dados em parcelas. As tabelas, do mesmo modo que os indices, sdo repartidas em unidades

mais pequenas e, assim, mais comodas de administrar (ex. operacdes de backup e de
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carregamento de dados). Esta técnica teve origem nos sistemas centralizados que tiveram a
necessidade de partir ficheiros (ex. ficheiros demasiado grande para armazenar num disco). O
particionamento de dados é utilizado por bases de dados distribuidas para repartir fragmentos de
uma tabela por varios nodos de uma rede. Este, também permite as bases de dados paralelas
explorar a largura de banda de multiplos discos, ja que permite leituras e escritas em paralelo
(DeWitt and Gray, 1992).

Os dois esquemas mais vulgares para particionar os dados sao (Chaudhuri et al., 2011): hash e
range. Estas duas formas de partir os dados sdo determinadas por valores de hash, de um
intervalo ou a combinacdo de varios atributos. Desta forma, é possivel mapear uma particao num
nodo especifico, caso a pesquisa se baseie numa chave. No entanto, este critério pode criar um
desequilibrio (data skew) dos dados. Assim, o algoritmo de alocacdao deve ter em consideracao
este problema. Um outro esquema comum €& o round-robin. Este € uma das formas mais simples
de particionar os dados e tipicamente dispde os dados de forma equilibrada (menos suscetivel a
situacdes de data skew). Todavia, uma pesquisa precisa de aceder a todas as particdes, mesmo
para as consultas que envolvam uma pequena fragdo dos dados, uma vez que os dados sdo

alocados aleatoriamente (Furtado, 2011).

O particionamento é um conceito simples de implementar, contudo impde novos desafios ao
desenho do nivel fisico de uma base de dados. As tabelas tém uma estratégia de particionamento
e um conjunto de fragmentos em disco. Tipicamente, aumentar o grau do particionamento resulta
numa redugdo do tempo de resposta das gueries. Para os varrimentos sequenciais, o tempo de
resposta aumenta, visto que sdo utilizados mais recursos (processadores e discos) para a execucao
das gueries. Ja para localizar tuplos por associacao, o tempo de resposta melhora, porque existem
menos tuplos armazenados por cada nodo e, por conseguinte, o tamanho dos indices a consultar

diminui.

Um dos objetivos do particionamento dos dados é reduzir a quantidade de dados que devem ser
manuseados para dar resposta a uma guery. Por exemplo, quando o particionamento dos dados se
baseie nos valores do atributo ano, uma guery que solicite os factos de um ano em particular
requer apenas o processamento de uma particao para satisfazer a guery. Agrupar e armazenar um
conjunto de tuplos relacionados (c/ustering), no nivel fisico (isto €, numa pagina), tem sido alvo

também de atencao no dominio dos SGBD (ex. clientes do mesmo distrito). O particionamento
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baseado em intervalos (range) tende a armazenar os dados desta forma. Assim, 0 acesso
sequencial, bem como os acessos 'point query” e por intervalos de valores de um atributo
executam de forma eficiente (DeWitt and Gray, 1992). A Figura 20 representa um esquema de

particionamento range da tabela “Vendas “baseado no atributo “Ano”

Ano
4’.
o |—foer
Vendas
0| 01/01/2000
1| 02/01/2000
2| 03/01/2000 oS 001 3
3| 04/01/2000 w
n| 31/12/2004
S
2004 w

Figura 20: Particionamento baseado no atributo “Ano”

A tabela vendas armazena datas entre os intervalos ‘01/01/2000" e ‘31/12/2004'. Com este
esquema, os dados sdo partidos em quatro particoes, uma para cada ano, distribuidas por quatro
discos. Assim, uma guery que execute uma andlise para o ano de ‘2000’ necessita apenas de

consultar o disco 1 (o disco que armazena a particao dos dados correspondente ao ano de ‘2000").

3.3 Integracao do MapReduce em data warehouse

MR surge como uma plataforma promissora para o processamento em paralelo e o acesso aos
dados, em grande escala. Na introducdo (Seccdo 1.3.) foi discutido possiveis impactos positivos
com a introducdo de MR em SDW: a escalabilidade e a tolerancia a falhas. Os autores da
ferramenta Apache Hive, que sera abordada adiante, adotaram a tecnologia Hadoop para
enderecar os problemas relacionados com a escalabilidade do seu DW, nomeadamente tempos de
resposta demorados — por parte das analises — e custos elevados das solugoes SDWs tradicionais —

0s SGBDs relacionais — para fazer frente ao rapido crescimento dos dados nos seus DWs.
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Observa-se que, na literatura da d&rea, existem varios estudos realizados comparando as
tecnologias MR e SGBD relacionais para o processamento intensivo de dados. Estes apresentam
um compromisso entre eficiéncia e tolerancia a falhas, as diferencas fundamentais destas duas
tecnologias para o processamento em paralelo (Lee et al., 2012). O MR aumenta a tolerancia a
falhas por meio da replicacdo e de checkpoints frequentes das tarefas concluidas. Todavia, este
I/0 extra — requerido pela tolerancia a falhas — limita a eficiéncia do MR. Contrariamente, os SGBD
relacionais tém como objetivo a eficiéncia (em detrimento de tolerancia a falhas). Para isso, estes
sistemas tiram partido do pijpelining dos resultados intermédios das operagGes relacionais das
queries. Porém, esta abordagem constitui um perigo potencial para que uma grande quantidade de

operacOes tenha que ser refeita, caso ocorra uma falha durante a execugao da guery.

Os SGBDs comerciais adotam a estratégia “one size fits all’ — conforme sugerido por muitos
investigadores — e nao sdao adequados para a resolucao de tarefas de processamento de dados em
grande escala (Lee et al., 2012). Apesar disso, em (Pavlo et al., 2009) demonstra-se uma
comparacao entre os dois paradigmas. Os testes realizados pelos autores revelam que o Hadoop é
entre 2 a 50 vezes mais lento do que os SGBD paralelos. Ja para o carregamento de dados, o0 MR
supera 0s SGBD paralelos, pois cada nodo limita-se a copiar os ficheiros do disco local para o HDFS
e distribuir as réplicas desses ficheiros. Os autores do MR argumentam, em (Dean and Ghemawat,
2010), que o estudo realizado por (Pavlo et al.), relativamente ao desempenho, se baseia em
suposicbes erradas do MR (contudo, assumem que existem varios aspetos a melhorar, por
exemplo, a laténcia de inicializacdo dos trabalhos MR). Eles destacam algumas vantagens do MR
sobre os SGBDs paralelos, entre as quais a capacidade de processar e o carregar dados em
sistemas heterogéneos, com sistemas de armazenamento de dados diferentes; e a possibilidade de

executar fungdes mais complicadas do que as suportadas diretamente em SQL.

Uma implementacdo em MR, ao contrario dos SGBDs, no qual os dados sdo carregados em
estruturas previamente definidas (o paradigma relacional), ndo exige que os dados se encontrem
organizados para os analisar (Chaudhuri et al., 2011). Os trabalhos MR s3o capazes de realizar
analises, diretamente e de forma escaldvel, sobre uma colecao de uma ou mais particdes, gerada a
partir dos dados de /nput, armazenada no sistema de ficheiros distribuidos. O MR ndo fornece
qualquer tipo de esquema base. Isto pode criar dificuldades insuperaveis, caso o conjunto de
dados seja partilhado por varias aplicacoes. Este conjunto deve ser estruturado para facilitar a sua

compreensdo por varios programadores. As bases de dados relacionais separam o esquema das
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aplicacdes e armazena-o num conjunto de catalogos do sistema para serem consultados. Assim, as
operacdes, como a adicdao ou a atualizacdo, ndo colocam em causa a integridade dos dados. O
framework MR e o sistema distribuido de ficheiros ndo tém a nocdo de restricdo (ex. as
guantidades sempre positivas). Isto conduz a um risco de perda de consisténcia dos dados de
input, dado que esta framework ndo forca os programadores a cumprir as restricdes que

asseguram a exatiddo do conjunto de dados (Pavlo et al., 2009).

Em (Stonebraker et al., 2010) argumenta-se que a utilizacdo de sistemas MR para desempenhar
tarefas adequadas para os SGBDs produzem resultados menos satisfatorios. O estudo salienta
ainda que o MR assemelha-se mais a um sistema extract-transform-load (ETL) do que um SGBD,
visto que processa e carrega grandes quantidades rapidamente de dados de forma ad hoc. Por
esse motivo, 0 MR ndo é uma tecnologia concorrente, mas um complemento aos SGBDs, ja que as

bases de dados ndo sdo projetadas para executar tarefas ETL de forma eficiente.

3.3.1 Armazenamento de dados

No caso mais comum, os dados de /input dos trabalhos MR encontram-se armazenados no sistema
de ficheiros distribuido, assim como o output gerado por estes trabalhos. O Apache Hadoop
(Seccdo 2.4.) contém uma camada dedicada ao armazenamento (HDFS). Porém, o modelo de
processamento MR é independente de qualquer sistema de armazenamento (Lee et al., 2012).
Assim, os dados, teoricamente, podem assumir qualquer estrutura. Esta flexibilidade permite lidar
com dados ndo estruturados com mais comodidade do que um SGBD. O programador tem a
possibilidade de estruturar os dados como entender, porém este poder obriga a reescrever as

analises com frequéncia.

A configuracao padrao do Hadoop contribui para uma degradacdo do desempenho, porque o
Hadoop armazena os dados em HDFS, no mesmo formato textual em que os dados foram gerados.
Por conseguinte, esta estratégia de armazenamento obriga o utilizador a produzir um parser para
analisar os atributos de cada registo do conjunto de dados de /input. Esta tarefa de anadlise é
imposta, repetidamente, a cada mapper e reducer e converte os atributos String para tipos mais
apropriados. O Hadoop proporciona a possibilidade de armazenar os dados em conjuntos de pares
chave/valor binarios, em ficheiros simples designados por SequenceFile (White, 2012). Todavia,

estes ficheiros continuam a impor aos programadores que codifiquem parsers, caso o registo este
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tenha mais do que um atributo e, assim, o desempenho das consultas diminui com os parsers
repetitivos realizados em MR. Contrariamente, os SGBDs analisam o conjunto de dados no
momento do seu carregamento, evitando assim futuras andlises. Este parser inicial permite aos
SGBDs gerir a disposicdo dos registos para que os atributos tenham a possibilidade de serem
diretamente enderecados durante a execucao, da forma mais eficiente. Assim sendo, os registos

nao tém de ser interpretados durante a execucdo de uma guery em bases de dados paralelas.

A semelhanca das bases de dados, 0 MR tem a faculdade de analisar o conjunto de dados, numa
fase inicial, e armazena-los em estruturas de dados otimizadas. Isto €&, investir algum tempo no
carregamento dos dados para, posteriormente, baixar o tempo de execucdao das gqueries
(Stonebraker et al., 2010). Por exemplo, os dados podem ser armazenados (em HDFS) no formato
Protocol Buffer'?, uma plataforma neutra e extensivel do Google para a serializacdo de dados
estruturados (Dean and Ghemawat, 2010), ou outros formatos, como JSOM, XML, Apache Avro!3
ou Apache Thrift!4, Estes formatos sdo capazes de suportar modelos de dados aninhados e ndo
estruturados (Lee et al., 2012). Alternativamente, o armazenamento dos dados pode ser suportado
por um SGBD. Para cada nodo, o HadoopDB (Abouzeid et al., 2009) armazena os dados numa
base de dados relacional, substituindo a camada de armazenamento do Hadoop (HDFS) por um

SGBD com o armazenamento otimizado para dados estruturados.

Como ja explicado anteriormente, na Seccdo 1.2., o armazenamento dos dados cumpre uma
fungdo importante na otimizacio do desempenho de um DW. A semelhanca dos SGBDs relacionais,
0 MR tem a oportunidade de implementar varias técnicas para reduzir o custo I/O, tais como o
armazenamento orientado a coluna, a compressao ou os indices (Lee et al., 2012). Estas técnicas
cumprem um papel preponderante em DW — suportados por bases de dados relacionais — para ir

de encontro a um dos principais requisitos, reducao dos tempos de resposta das gueries.

Linhas e colunas
As bases de dados usam duas formas claras de mapear a informacao de uma tabela: linha a linha

e coluna a coluna. Estas disposicdes da informagao em disco podem também ser exploradas pelo

12 https://code.google.com/p/protobuf/
13 https://avro.apache.org/
14 https://thrift.apache.org/
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modelo de programagao MR baseados em SDW para o processamento de dados eficiente (He et
al., 2011). Ambos os sistemas de armazenamento e de processamento — Hadoop e SGBD
relacionais — partilham as mesmas vantagens e desvantagens relativas as estratégias de

armazenamento.

Em HDFS, o armazenamento orientado a linha garante que todos os atributos relativos a um tuplo
se encontram localizados no mesmo nodo do cluster, isto €, num bloco HDFS. Relativamente ao
armazenamento orientado a coluna, otimizado para leituras em DW, uma tabela é partida em
varios subconjuntos, que podem conter um atributo ou um grupo de atributos. Esta estratégia
evita ler atributos desnecessarios para a execucdo das queries, com a capacidade de obter
facilmente uma taxa de compressdo alta. Porem, a construcdo de um tuplo pode causar uma
sobrecarga nos sistemas baseados em MR e, assim, prejudicar o tempo de processamento das
queries. Além disso, o armazenamento dos atributos de um tuplo pode localizar-se em nodos
diferentes do cluster. Por exemplo, a tabela dimensdo “Cliente” da Figura 21 é partida em 2: o
grupo de atributos “nome” e “idade” (armazenados no Nodo A, Bloco 1); o atributo “email’
(armazenado no Nodo B, Bloco 2). A reconstrucao dos tuplos da tabela dimensao “Cliente” causa
uma grande quantidade de dados transferidos através da rede entre os nodos A e B. Estas
transferéncias excessivas sobre a rede podem conduzir a um congestionamento e devem ser
evitadas (Dean and Ghemawat, 2004). Um grupo de atributos pode evitar a carga excessiva de

uma reconstrucao dos tuplos (Stonebraker et al., 2005).

nome idade
CLo1 18 Nodo A
CL0o2 22 Block 1
nome idade email CLO3 30
CLO1 18 CLO1@mail.com
CLO2 22 CLO2@mail.com
CLO3 30 CLO3@mail.com email
CLO1@mail.com Nodo B
CLO2@mail.com Block 2
CLO3@mail.com

Figura 21: Ilustragdo do armazenamento orientado a coluna em HDFS

O Record Columnar File (RCFile) representa uma estrutura de dados para os SDW baseados em
MR (He et al., 2011). Esta estrutura aplica o conceito do PAX (Ailamaki et al., 2001) que se traduz

na particao do conjunto de dados de horizontalmente (primeiro) e, em seguida, verticalmente. Este
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combina as vantagens dos armazenamentos linha a linha e coluna a coluna: garantir que os
atributos do mesmo tuplo ficam localizados no mesmo nodo, logo tem um costo muito reduzido na
reconstrucdo do tuplo (armazenamento orientado a linha); e explorar a compressdo e evitar a

leitura dos atributos desnecessarios (armazenamento orientado a coluna).

O RCFile foi projetado e implementado sobre o HDFS. A Figura 22 demostra um exemplo de como
os dados de uma tabela sao armazenados em RCFile. Consoante a estrutura do HDFS, cada tabela
pode encontrar-se partida por varios blocos e, para cada bloco, os tuplos sdo armazenados em
grupos. Isto €, a tabela é dividida em grupos de tuplos, todos com o mesmo tamanho. Um bloco
HDFS pode conter um ou varios grupos de tuplos, dependendo dos tamanhos dos grupos de linhas
e dos blocos HDFS. Um grupo de linhas inclui trés secgbes: um marcador de sincronizacdo, um
cabecalho de metadados e a seccao que armazena os dados da tabela. O marcador de
sincronizacdo é utilizado sobretudo para a divisdo de dois grupos de linhas continuas num bloco
HDFS. O cabecalho de metadados armazena a informacao acerca do grupo (ex. quantos tuplos
compGem o grupo, espaco em disco ocupado pelos atributos, entre outros). Por Ultimo, a seccdo
dos dados da tabela com um armazenamento orientado a coluna. A Figura 22 ilustra o
armazenamento dos valores do atributo “A”, na primeira parte da seccao dos dados, em seguida
os valores do atributo "B”, na segunda parte da seccdo dos dados, e assim por diante. As seccdes

cabecalho de metadados e dados da tabela podem ser comprimidas.

RCFile
Falation
AJE[cCc]D [’ﬁ,ﬂd—hh}h___f/'
- —_— Raow Group
HDFS
1 111 121 93 = — 16 Bytes Metadata
102 112 122 132 e Header
108 113 123 133 — »| Row Group 1
104 114 124 134 101, 102, 103, 104, 105
105 115 105 135 111,112, 113, 114, 115
_____________ R Group 2 121, 122, 123, 124, 125
______ 131,132, 133, 134, 135

Rlow Group n

Figura 22: Disposicao dos dados do RCFile num bloco HDFS (retirado de (He et al., 2011))

64



SDW Baseados em MapReduce

Indices

O MR pode tirar partido de indices pré-gerados (Dean and Ghemawat, 2010).A Bigtable, do mesmo
modo que o HBase (descrito como a base de dados do Hadoop (Lars, 2011)), permite indexar um
conjunto de dados através de uma chave linha e colunas (ver a Seccao 2.4.2.). Os dados sao
armazenados, arbitrariamente, em Strings que podem assumir diversas formas. Caso seja
necessario analisar um subconjunto de dados contido no HBase, basta consultar um grupo de
chaves linha que representa este subconjunto em vez de varrer o conjunto de dados completo. O
HBase tem a capacidade de armazenar os dados do mesmo modo que os SBGDs orientados a
coluna (ex. Vertica'®), assim, este |&é apenas os atributos necessarios para a analise e utilizar a

compressao de dados.

Individualmente, uma chave linha € univoca e pode enderecar uma ou mais colunas (a unidade
mais fundamental em HBase). Uma tabela é formada por um conjunto de chaves linha. As colunas
podem conter varias versdes, com cada valor distinto armazenado discriminadamente em células.
Esta descricdo assemelha-se ao modelo relacional utilizado pelas bases de dados tipicas, no
entanto o HBase adiciona caracteristicas como uma dimensao extra (a capacidade de uma célula
ter varios valores), as chaves linha encontram-se, sempre, ordenadas lexicograficamente, entre
outras. O HBase tem a possibilidade acomodar, na sua arquitetura, as relacdbes um para um, um
para muitos e muitos para muitos. O suporte de dados esparsos e desnormalizados, bem como o
armazenamento coluna a coluna, do HBase elemina a necessidade de utilizar as operacdes de

juncao custosas para agregar os dados no momento da consulta.

O ficheiro HFile é utilizado para o armazenamento de dado do HBase. Dentro destes ficheiros,
encontram-se sucessGes de blocos com um block index armazenado no final. O block index é
usado para localizar os blocos (o indice é carregado e preservado em memdria, quando o HFile é
acedido). O acesso a estes ficheiros podem ser a valores especificos, assim como varrer um
intervalo de valores definido pelas chaves linha inicial e final. As pesquisas podem ser executadas
com um acesso ao disco: primeiro, localiza-se o bloco indicado pela execugdo de uma pesquisa

binaria do indice em memoria, € ler o bloco apropriado do disco (Lars, 2011).

15 http://www.vertica.com/
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3.3.2 Operacoes sobre os dados

O MR é uma ferramenta de processamento pura, que |é pares chave/valor a partir do sistema de
armazenamento, através dos mappers. Os mappers leem os registos do sistema de
armazenamento e “quebra-0” em pares chave/valor — independentemente da estrutura utilizada
pelo conjunto de dados — para o processamento posterior. Este formato é definido explicitamente
pelo programador, que tem a oportunidade de explorar estruturas de dados mais complexas, tal
como as chaves compostas. Os operadores relacionais como a projecao, selecao, juncao e
agregagao oferecem muitas oportunidades para o paralelismo (operagGes exigidas para o suporte a
decis3o). O paradigma basico consiste no paralelismo de dados, isto é, aplicar os operadores
relacionais sobre subconjuntos de dados separados — particoes — e, no final, combinar os
resultados obtidos (Chaudhuri et al., 2011). Dado o sucesso do MR no processamento de consultas
analiticas complexas, este deve ser examinado para a manipulacdo de dados relacionais (Lin and
Dyer, 2010).

Selecdo (Where)
Em MR, a selecdo de valores é uma operacdo muito simples. A fungdo /map percorre todos os
registos e emite aqueles que satisfazem uma determinada condicdo (Figura 23). A selecao nao

necessita da fase reduce.

map (String chave, Registo r):
Se r satisfaz a condicao Entao
emitirPar(Registo r, null);

Figura 23: Exemplo de uma operacado de selecao em MR

Projecao (Select)

A projecao de atributos € um pouco mais complexa do que a selecdo. Esta operagao recebe uma
relagdo e devolve uma outra relagdo com uma lista de atributos especificos da relagdo original. A
funcdo map extrai os valores dos atributos a projetar e emite-os como chave. O reducer limita-se a
eliminar registos repetidos (Figura 24). Tal como a selecdo, a operacdo projegao também pode ser

implementada por mappers.
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map (String chave, Registo r):
Registo s = extrairAtributos(r);
emitirPar(Registo s, null);

reduce (Registo r, Lista<null> 1):
Emitir(Registo r, null);

Figura 24: Exemplo de uma operacao de projecao em MR

Agrupamento e agregacao (Group By)

O MR é simples e eficiente para processar agregacoes. Desta forma, este modelo de programacao
€ muitas vezes comparado com o processamento de uma guery “selegao seguido de agrupamento
e agregacao”, de um SGBDs relacional (Lee et al., 2012). O agrupamento e agregacdao podem ser
executados por um trabalho MR (Figura 25). Para cada registo, a funcdo map extrai os valores dos
atributos a agrupar (groupBy) e os valores dos atributos a agregar (aggregateBy), para emitir o
par <valores a agrupar, valores a agregar>. O reducer recebe os valores a agregar, ja agrupados,
e aplica-lhe a funcao de agregacao. Durante o processo de agrupamento, o framework MR ordena
os “valores a agrupar” a automaticamente e de forma lexicografica (porém, o utilizador pode
alterar a forma de ordenar as chaves dos pares produzidos pela funcdo map). Assim, uma

operacdo "Order By”é, também executada na fase "shuffie & sort”.

map (String chave, Registo r):
Atributo groupBy = extrairAtributosGroupBy(r);
Atributo aggregateBy = extrairAtributosAggregateBy(r);
emitirPar(Atributo groupBy, Atributo aggregateBy);

reduce (Atributo groupBy, Lista<Atributo> aggregateBy):
Valor resultadoAgregacao = fun¢doAgregacao(aggregateBy);
Emitir(Atributo groupBy, Valor resultadoAgregacao);

Figura 25: Exemplo de uma operagao de agregacao em MR

Juncoes (Join)

O MR ¢ utilizado para varias aplicagGes analiticas de dados. A execugdo de uma analise de dados
(ex. o processamento de ficheiros /og) inclui operagdes, tal como o cruzamento de diversos
conjuntos de dados. O framework MR ndo foi inicialmente projetado para combinar a informacao
de duas ou mais fontes de dados e, dessa forma, as operagdes de juncao sao trabalhosas. Alguns

dos algoritmos de jungao bem conhecidos foram adaptados (com alguma dificuldade) para terem a
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possibilidade de executar em MR, tirando proveito do estudo dos algoritmos de juncao em bases
de dados paralelas e distribuidas com a arquitetura shared-nothing (Blanas et al., 2010). Por
exemplo, um two-way join combina os tuplos de dois conjuntos de dados baseado num atributo. A

expressdo seguinte:

Data Npata.KeyD = Vendas.KeyD Vendas

representa um equi-join (a juncao dos tuplos com o mesmo valor) entre as tabelas “Data” e
"Vendas” baseado no atributo “KeyD”. Desta operagao resulta um terceiro conjunto de dados com
os tuplos que satisfazem a condicao de jungdao. Em MR, estas jungGes sao perfeitamente possiveis
de executar. O MR implementa varias estratégias de juncao, sem alterar a framework, tais como as

estratégias basicas (Blanas et al., 2010): a repartition join e a broadcast join.

A repartition join é a estratégia de juncdo mais comum em MR. Nesta estratégia, as tabelas sao
dinamicamente particionadas pelo atributo de juncdo, com os pares correspondentes a esta
particdo reunidos. A Figura 26 ilustra a estratégia de juncao repartition join, semelhante a
estratégia de jungdo sort-merge particionada dos SGBDs paralelos. O algoritmo repartition join é

fornecido pelo Hadoop.

A estratégia repartition join pode ser implementada por um trabalho MR. A fase map varre as duas
tabelas (do HDFS) para extrair as chaves dos registos e marca-o com uma {ag para identificar a
tabela a que pertence. No final, o map emite a chave extraida e o registo marcado como um par.
O conjunto de pares resultante do mapper é particionado, ordenado e agrupado automaticamente
pela chave de juncdo pela framework. Para cada chave de juncdo, o reducer recebe todos os
registos e separa-os em dois grupos, de acordo com a sua fag. No final, o reducer cruza os dois

conjuntos e emite os registos resultantes da jungdo.

Esta abordagem tem algumas desvantagens, entre estas o gasto de memoria. Todos os registos de
ambas as tabelas, de uma determinada chave de juncdo, tém de ser armazenados em memodria,
mesmo as chaves de jungdo que nao tém par. A dimensdo das particoes podem variar (data skew)
e, assim, as particdes com uma dimensdo elevada pode ndao caber na memdria Perante estes

problemas, esta estratégia sofreu alguns ajustes importantes, como:
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Na fungdo map, a chave emitida é alterada para uma composicdo <chave de jungdo,
tag da tabela>. Para cada chave de juncdo, a fag é gerada de forma a garantir que os
registos da tabela “Data” permanegam a frente dos registos da tabela “Vendas”.

A fungdo de particionamento é modificada para que o hashcode seja calculado a partir
da chave de jungdo. Assim, os registos de uma determinada chave de jungdo sao
atribuidos ao mesmo reducer.

A funcao de agregacdo do reducer é também modificada para que os registos sejam
reunidos baseado na chave de juncdo. Nesta agregacdo, a parte da chave
correspondente a tag da tabela € ignorada.

Para uma chave de juncdo, os registos encontram-se ordenados pela tag da tabela.
Desta forma, os registos da tabela “Date” (a tabela mais pequena) serdo atendidos
primeiro. O reducer |é os registos da tabela “Date” e armazena-os na memoria. Os
registos da segunda tabela (tabela “Vendas”) sao lidos diretamente do HDFS e, para
cada registo, é executada a juncdo com os registos da mesma chave de jungdo da

tabela “Date” (em memoria).

Estas melhorias originaram uma nova estratégia, a /improved repartition join, que corrige os

problemas de memoria da versdo basica da estratégia repartition join. No entanto, tanto o

repartition join como o improved repartition join tém de ordenar e enviar (através da rede) as

tabelas durante a fase de particionamento e agregacdao por chave do MR. Este overfiead pode

provocar alguma degradacdo de desempenho.

Input —» Fase — Particionamento e Agrupar por — Fase s Resultado
Map Chave Reduce
Data
#KeyD dia 0] o0 1
0 1 0 1 100
1 2 0| o0 1 #KeyD dia  valor
2 3 1o 2 1o 2 0 | 1 | 100
3 4 2 0 3 1 1 50
Map > 3 0 4 L 2 200 Reduce
0 1 100
Vendas 1 1 50 2 | 0 | 3
KeyD valor 1 1 200 #KeyD dia valor
0 100 5| 1| 400 [3]o] 4 1 2 50
1 50 1 2 20
1 200 5 1 400
5 400

Figura 26: Algoritmo de juncao repartition join
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Em grande parte das aplicacdes, a dimensdo de uma das tabelas € muito menor (no nosso caso, a
tabela dimensao “Data”). Assim, com a possibilidade desta tabela caber em memodria, pretende-se
evitar a ordenacdo das duas tabelas e o overhead que ocorre com transmissao da tabela maior (a
tabela de factos “Vendas”) através da rede, como os algoritmos baseados no repartition join

implementam.

A estratégia broadcast join é executada apenas na fase map. O conjunto de dados mais pequeno é
replicado por todas as maquinas, para que cada mapper carregue os dados deste conjunto para a
memoria a partir do disco local. Esta operacdo é executada para cada mapper pela funcao /nit
(funcdo setuyp'®, em Hadoop) e pode se tornar inviavel, se o tamanho do conjunto de dados
replicado for muito grande. A fungdo /n/it comeca por verificar se existe uma copia da tabela “Date”
no disco local, caso contrario copia a tabela do HDFS, particiona a tabela na chave de jungdo e
armazena estas particoes no disco local. Esta abordagem visa evitar carregar todas as particoes da

tabela “Date” para a memdria, numa tabela de Aash, durante a jungao.

O broadcast join determina, dinamicamente, qual a tabela que vai construir uma tabela de Aash.
Se a tabela “Data” € menor do que parte da tabela “Vendas”, a fungdo /nit € utilizada para carregar
todas as particoes de “Data” em memoria para construir a tabela de Aash. Logo apds, a funcdo
map extrai a chave de juncdo dos registos da tabela “Vendas"” e, para cada registo usa esta chave
para consultar a tabela de hash e originar o output da jungao. Caso contrario, a parte da tabela
Vendas é menor do que a tabela “Data”, a jungdo ndo é realizada na funcao map. Esta particiona a
tabela “Vendas” da mesma forma do que a tabela “Data”. Depois, a funcdao close (funcdo
cleanup’, em Hadoop) junta as particdes correspondentes das tabelas “Data” e “Vendas”. O
carregamento das particoes da tabela “Data” é poupado, caso a particdo da tabela “Vendas”
correspondentes n3o tiverem registos. Esta otimizagao é Util para o caso do dominio da chave de
juncao ser muito grande. Tanto a tabela “"Data” como parte da tabela “Vendas” podem ser
escolhidas para construir a tabela de hash, porque se presume que cabe em memoria. O tamanho

tipico de uma parte é menor do que 100 MB.

16 http://hadoop.apache.org/docs/stable/api/org/apache/hadoop/mapreduce/Mapper.html
17 http://hadoop.apache.org/docs/stable/api/org/apache/hadoop/mapreduce/Mapper.html
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As juncOes tipicas das aplicacdes DW (star join), os dados das tabelas dimensdo sao reduzidas com
base em restricdes, em seguida o produto de varias tabelas dimensdo sdo unidas com a tabela de
factos. Os algoritmos apresentados acima implementam uma juncgdo simples, ou seja, a jungao
entre duas tabelas. A jungdo com mais de duas tabelas (Muilti-way Join) pode ser expressa, por

exemplo:

Data NData.KeyD =Vendas.KeyD Vendas MVendas.KeyP = Produto.KeyP Produto

A extensao dos algoritmos repartition join e broadcast join podem implementar estas juncoes
(Blanas et al., 2010). A jungdo acima apresentada pode ser implementada por uma sequéncia de
dois two-way joins. A primeira jungao pode dividir-se em dois planos de execugdao: executar a
juncdo entre as tabelas “Data” e “Venda” e, depois, juntar a tabela “Produto” com o resultado
obtido da primeira jungdo; ou executar a jungao entre as tabelas “Venda” e “Produto” e depois
juntar a tabela “Data”. Ambos os planos de execugao podem ser implementados pela estratégia
repartition join. A execucao destas juncoes implica criar varios trabalhos MR para unir os conjuntos
de dados, dois de cada vez. Um algoritmo alternativo envolve juntar as trés tabelas num unico
trabalho MR. Os mappers enviam cada tuplo das tabelas “Data” e “Venda” para os reducers,
contudo os tuplos da tabela “Produto” sao enviados, apenas, para um reducer. A duplicagao dos
dados aumenta o custo da transmissdo, mas traz vantagens pelo facto de nao transferir o
resultado da primeira juncdo. O algoritmo broadcast join processa, simultaneamente, a juncao de

varias tabelas.

Como os atributos em comum de um star join sdao as chaves das tabelas dimensdo, ndo €
esperado que a dimensdao da juncdo aumente muito. Normalmente, as tabelas de facto sdo
enormes, com um volume muito superior as tabelas dimensao, dessa forma, é claramente benéfico
nao ter de transmitir o resultado das juncoes intermédias (output gerado por uma juncdo), onde a
juncdo é realizada entre tabela de factos e cada tabela dimensdo. Mesmo replicando de forma
significativa as tabelas de dimensao, o custo da comunicacao das tabelas dimensao pode ser bem
menor do que o custo de transmissdao da tabela de factos. O Aster Data particiona a tabela de
factos através dos nodos replicando as tabelas de dimensdo por todos os nodos, em que cada
tuplo, das tabelas dimensdo, estd unido com um ou mais tuplos da tabela de factos. O
particionamento da tabela de factos tem em consideragao os valores particulares dos dados (Afrati
and Uliman, 2010).
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3.3.3 Implementacoes

Os SDWs baseados em MR, nomeadamente na framework Apache Hadoop, tém sido
implementados com sucesso em grandes servigos Web. Estes desempenham diariamente um papel
essencial na execugao de andlises clickstreams ou no suporte a aplicagdes de mineragao de dados,
entre outros. Dois dos SDW baseados em Hadoop extensamente utilizados s3o o Apache Hive e o
Apache Pig (He et al., 2011). Estes sistemas usam o HDFS como camada de armazenamento,
assim como linguagens script que permitem realizar as analises sobre os dados. Outro sistema, o
HadoopDB (Abouzeid et al.,, 2009), reutiliza grande parte do Apache Hive, exceto o
armazenamento de dados. Este utiliza um SGBD em cada nodo em vez de um sistema de ficheiros

distribuido, conforme referido anteriormente (Seccao 3.3.1.).

O Apache Pig

O Apache Pig (Olston et al., 2008) é uma plataforma orientada para a anadlise de grandes
conjuntos de dados. A andlise expressa-se através de uma linguagem de alto nivel, chamada Pig
Latin, que cria programas capazes de executarem em ambientes paralelos. Os programas,
desenvolvidos em Pig Latin, sdo compilados em trabalhos MR e executados servindo-se do
Hadoop. Um programa desenvolvido em Pig Latim é composto por uma sucessao de operagoes, ou
transformacdes, aplicadas aos dados de /nput para produzirem um output. As operagbes tracam o
fluxo de dados que o Pig traduz num plano de execugdo. O Pig foi inicialmente desenvolvido pelo
Yahoo! e, mais tarde, tornou-se parte da Apache Software Foundation. O modelo de dados do Pig

¢é constituido por 4 tipos:

e atom, que contém um valor atémico simples (ex. ‘1’ ou ‘ProdA’);

e tuple que corresponde a uma sequéncia de elementos, cada um destes capar de
representar qualquer tipo de dados e.g., (‘ProdA’, '1');

e bag, que é um conjunto de tuplos com possiveis duplicados. Os tuplos ndo tém
necessariamente de seguir um esquema; esta flexibilidade permite que os tuplos
“(‘ProdA’, '1")" e “(‘ProdA’, (‘'CATO1’, '10"))"” pertencam a um bag;

e map, que é uma colegao de pares chave/valor. O seu esquema ¢€ igual ao bag, no
entanto as chaves sdo atdmicas, o que torna as pesquisas mais eficientes. Uma chave

pode mapear um bag ou simplesmente um valor atémico.

72



SDW Baseados em MapReduce

Um processo de andlise comeca com a especificacao dos ficheiros de entrada e como o seu
conteldo sera convertido para o modelo de dados do Pig. Normalmente, assume-se que o
conteido de um ficheiro é composto por uma sequéncia de tuplos, ou seja, um bag. Por exemplo,
o ficheiro que representa a tabela Produto pode ser representado pelo seguinte bag, que resulta
do comando LOAD do Pig Latin:

(1,'ProdA’,'CAT01")
(2,'ProdB’,'CAT02")
(3,'ProdC','CAT03")
(4,'ProdD’,'CAT02")

Um tuplo representa uma linha da tabela, em que cada elemento do tuplo representa um valor,
separado por virgulas, inserido na linha. O comando LOAD, no qual se especifica o ficheiro e a
forma como deve ser lido, ndo implica o carregamento dos dados em tabelas. Este retorna um
bag, que representa o modelo légico dos dados do ficheiro e que € atribuido a uma variavel para
servir de input a comandos sequentes, como o proximo comando, 0 GROUP, agrupa os tuplos por

categoria:

('CATO1, {(1,'ProdA")}))
('CAT02',{(2,' ProdB"), (4, ProdD")})
('CAT03',{(3,'ProdC")})

Apds o agrupamento, cada tuplo representa um valor diferente da categoria - primeiro campo
representa a categoria, 0 segundo campo representa um bag desordenado com os tuplos para a
respetiva categoria: (“KeyP”, “nome”). O resultado do comando GROUP é atribuido a outra variavel
para dar seguimento a analise dos dados (o resultado pode também ser materializado num ficheiro
através do comando STORE). Este resultado é representado por uma estrutura de dados
aninhados map< categoria, lista< tuplo >>. Por outro lado, as bases de dados relacionais utilizam
apenas tabelas, a ndo ser que se viole a primeira forma normal. Para sustentar a informacao

resultante da operagdo GROUP acima, em conformidade com a primeira forma normal, é
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necessario normalizar os dados por duas tabelas (no entanto, esta estrutura pode ser reconstruida

através da jungao das tabelas em “CategorialD"):

categoria (CategorialD, descrigao, ...)

produto (KeyP, CategorialD,nome, ...)

Para além do comando GROUP, o Pig Latin também suporta outras operagdes relacionais, como o
FILTER, o ORDER, o JOIN ou o GROUP. O FILTER retém um subconjunto de dados de interesse
(correspondente a selecdo). A projecdo é executada pelo comando LOAD ou durante a analise. As
jungdes ficam encarregues ao operador JOIN. Este executa um egui-join de duas ou mais relagbes
baseadas num atributo em comum. O Apache Pig implementa as estratégias de juncdo repartition
join e broadcast join (Blanas et al., 2010). As agregacdes necessitam de dois comandos: 0 GROUP
e 0 FOREACH (aplica um grupo de operagdes a cada registo de um conjunto de dados). Ao
contrario do que se verifica no SQL, no Pig Latin ndo existe uma conexao direta entre o
agrupamento e as funces de agregacao. O operador GROUP, como é exposto acima, limita-se a
recolher todos os registos com o mesmo valor chave num bag (Gates, 2011). Por exemplo, a

agregacao retorna o nimero de produtos para cada categoria:

grupo_cat = GROUP produtos BY categoria;

count = FOREACH grupo_cat GENERATE categoria, COUNT (produtos);

O Pig Latin é descrito como uma linguagem capaz de expressar data flows. Esta linguagem oferece
a possibilidade de construir uma série de operacdes declarativas, bem como o utilizador
desenvolver as suas proprias funcoes de leitura processamento e escrita. As classes mais comuns
do processamento feito pelo Apache Pig envolve o ETL, o processamento iterativo (Gates, 2011),
ou o calculo de varios tipos de agregacOes ro/l-up sobre registos de atividades dos utilizadores
(/ogs), ou outros conjuntos de dados. A principal motivacdo para utilizar o Pig para estas
agregacoes resume-se ao facto destes conjuntos de dados caracterizam-se por ser excessivamente
volumosos e continuos para serem tratados e carregados numa SGBD relacional. Um exemplo € o
calculo de termos pesquisados agregados ao longo dos dias, semanas, ou meses, e também sobre
as localizagGes geograficas (implicitamente pelo endereco de IP). Algumas tarefas exigem duas ou
mais agregacOes sucessivas, outras trefas impdem uma juncao seguido de uma agregacao. Para

estes casos, o Pig prepara uma sequéncia de trabalhos MR (Olston et al., 2008).
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Apache Hive
O Hive (Thusoo et al., 2009) é uma implementacdo open source de um DW em cima do Hadoop

que converte uma linguagem declarativa, idéntica ao SQL, numa sequéncia de trabalhos MR.
Assim, ndo é necessario de escrever codigo Java para realizar consultas aos dados armazenados
em HDFS. Este foi criado pelo Facebook que substituiu um DW, implementado por uma base de
dados relacional, inadequado para o processamento diario dos dados (algumas tarefas tinham uma
duragdo superior a um dia). A necessidade de uma infraestrutura capaz de escalar juntamente com
os seus dados, levou a adotar o Hadoop para o processamento dos dados. Desta forma, os
trabalhos que duravam dias a concluir sdo agora completados em poucas horas. A sua arquitetura
inclui um catalogo de sistema — Metastore — que contém os esquemas e estatisticas, que sdo Uteis

para a exploracao dos dados, a otimizagao de gueries e a compilacao de gueries.

As diferencas entre o modelo de dados, os tipos de dados e a linguagem de pesquisa do Hive, e
das bases de dados tradicionais sao pequenas. O Hive estrutura os dados em alguns dos conceitos
encontrados em bases de dados, como tabelas, colunas, linhas e partices. Este suporta tipos de
dados primitivos (inteiro, virgula flutuante, string, data e booleano), bem como tipos complexos
(lista, map e estruturas (structs)) e composicdes aninhadas destes (ex. lista <map <inteiro, struct
<pl:int, p2:int>>>), que podem ser esquematizados por uma tabela. O Hive também permite que
o utilizador defina tipos de dados e funcoes. A linguagem de pesquisa HiveQL €é idéntica ao SQL e,
consequentemente pode ser facilmente compreendida e utilizada pelos utilizadores habituais do

SQL para efetuar analises no Hive.

A linguagem de pesquisa HiveQL é constituida por um subconjunto de comandos SQL e algumas
extensOes Uteis para suportar analises expressas em programas MR codificados pelo utilizador,
numa linguagem de programacao a sua escolha, que podem ser ligados as consultas em HiveQL
sem problemas. As operacOes relacionais habituais do SQL, como a selecdo, a juncdo, o
agrupamento, a agregacdo, a criacao de tabelas e as fungbes Uteis sobre os tipos de dados
primitivos e complexos, assemelham-se (ou sdo exatamente iguais) as operacdes encontradas no
HiveQL. Os metadados Uteis, como a descricdo de tabelas, também fazem parte, bem como a
capacidade de inspecionar os planos de execucao das gueries (ainda que estes planos de execugao

tenham uma aparéncia bastante diferente aos encontrados nos SGBDs relacionais tradicionais).
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Uma tabela em Hive é logicamente construidas pelo conjunto de dados que armazena e os
metadados associados que descreve o seu /ayout. Os dados residem em HDFS e sdo mapeados

para uma diretoria, por exemplo:

< diretoria raiz >/data

< diretoria raiz >/data

As tabelas podem ser particionadas por um ou mais atributos. As particdes determinam a
distribuicao dos dados por subdiretorias, dentro da diretoria da tabela. Por exemplo, se a tabela
“data” é particionada pelo atributo “ano” (Figura 11), os dados do ano ‘2000’ sdo armazenados na

diretoria com o caminho (sem espagos):

< diretoria raiz >/data/ano = 2000

As particdes sao criadas com juntamente com a tabela, mas existe a possibilidade de,
posteriormente, adicionar ou remover particGes. Existe uma particdo para cada valor distinto do
atributo selecionado. Os atributos do particionamento ndao fazem parte dos dados da tabela e os
seus valores sao codificados no caminho da diretoria da respetiva particdo (estes sao também
armazenados nos metadados da tabela). Com a adicdo do atributo més, a diretoria adota o

caminho:

< diretoria raiz >/data/ano = 2000/ mes = 01

< diretoria raiz >/data/ano = 2000/ mes = 02

< diretoria raiz >/data/ano = 2000/ mes = 12

Existe outra abordagem para organizar os dados de uma tabela (diretorias) ou as particOes
(subdiretorias), o bucket. O utilizador seleciona um atributo da tabela para determinar cada bucket
que corresponde a um ficheiro no interior de uma diretoria. No momento de criar uma tabela, o
utilizador pode especificar um atributo e o nimero de buckets. Para cada registo da tabela, o Hive
usa um atributo (selecionado pelo utilizador) para calcular o bucket a que o registo pertence,

através de uma fungdo de hash. A gama de valores corresponde ao nimero de buckets definido
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também pelo utilizador (White, 2012). Por exemplo, a tabela “data” é composta pelas instancias

seguintes:
#KeyD data més ano
0 01/01/2000 1 2000
1 02/01/2000 1 2000
2 03/01/2000 1 2000
3 04/01/2000 1 2000

Figura 27: Instancia da tabela “data”

O atributo selecionado é o “KeyD”; o nimero de buckets é ‘2'. Assim, o primeiro bucket contém os
registos com a chave ‘0’ e '2’, ja que o resto da divisdo destes valores com ‘2’ é igual a ‘0". Os
restantes registos pertencem ao segundo bucket, uma vez que o resto é ‘1’. No interior de cada

bucket, os dados podem estar ordenados por um ou mais atributos.

Estas estratégias permitem ao Hive otimizar o tempo de acesso aos dados. O compilador do Hive
usa a informagao sobre o particionamento de dados de uma tabela — os metadados — para “podar”

as diretorias que necessitam de ser acedidas, com o objetivo de avaliar uma guery. Por exemplo, a

query

SELECT * FROM data WHERE ano = 2000 AND mes = 01;

sO ira varrer os ficheiros dento da diretoria de caminho “<diretoria raiz>/data/ano=2000/més=01".
Esta “poda” dos dados tem um impacto significativo no tempo que demora a executar uma guery.
De certa forma, este esquema de particionamento é semelhante aos utilizados por muitas bases de
dados (Thusoo et al., 2009). Os buckets impdem uma estrutura de dados extra na tabela que o
Hive pode tirar proveito para a execucdo de algumas gueries, em especial a juncdo de duas
tabelas que criaram buckets a partir do mesmo atributo. Assim, estas juncdes podem ser

executadas de forma eficiente com os algoritmos de juncdo da fase map (White, 2012).

O Hive pode utilizar uma implementacao da interface Java SerDe (Serializacdo e desserializagao de
Objectos) fornecida pelo utilizador e associa-la a uma tabela ou particdo. Em consequéncia, o
formato dos dados pode ser facilmente interpretado e consultado. Por omissao, a implementagao

SerDe padrdo € o LazySerDe (assume que os dados sdo armazenados num ficheiro de tal modo
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que as linhas sdo delimitadas pelo caracter newline e os atributos delimitados por ctri-A (ascii code
1) ou outro caracter). Relativamente ao armazenamento de dados, os ficheiros Hadoop podem ser
armazenados em varios formatos, que especificam como os registos se encontram dispostos
dentro destes. O Hadoop suporta ficheiros de texto (ex. armazenados em TextInputFormat®),
ficheiros binarios (ex. armazenados em SequenceFileInputFormat!®), ou ficheiros formatados pelo
utilizador. O Hive ndo impde qualquer tipo de formato dos ficheiros de entrada. O Hive tem

também a capacidade de utilizar o RCFile para armazenar os dados (He et al., 2011).

A arquitetura do Hive (Thusoo et al., 2009) é composta por varios componentes: o Metastore, o
Query Compiler, o Execution Engine, entre outros. O Metastore armazena num SBGD relacional o
catalogo de sistema e os metadados acerca das tabelas, atributos, partices, etc. este componente
€ muito importante para o Hive, uma vez que impde uma estrutura aos ficheiros Hadoop. O Query
Compiler utiliza a informagdo armazenada no Metastore para gerar o plano de execucgdo. Este é
semelhante aos compiladores das bases de dados tradicionais, ou seja, analisa e compila o HiveQL
para produzir um plano logico de execucdo sobre a forma de um grafo aciclico dirigido (directed
acyclic graph) de tarefas map e reduce. O Execution Engine é o componente que executa as

tarefas produzidas pelo compilador pela ordem das suas dependéncias, interagindo com o Hadoop.

A fase de otimizacdo do componente Query Compiler envolve uma cadeia de transformacdes que

produz o plano légico de execugdo. Essas transformagGes sdo:

e Projetar apenas as colunas necessarias para o processamento da guery.

e As selegbes sdo executadas, se possivel, numa fase inicial do processamento para
filtrar os registos que nao satisfazem os predicados.

e Eliminar os ficheiros das particdes através dos atributos do particionamento que ndo
satisfazem os predicados.

e Juncdes na fase map, através da sugestdo MAPJOIN (tabela).

e Assegurar que a operacao de jungdo ndo exceda a memoria do Reducer. Para isso, as
tabelas de maior dimensdo sdo transmitidas e ndo materializadas em memoria do

Reducer, ao contrario das tabelas de menor dimensao que sao mantidas em memoria.

18 https://hadoop.apache.org/docs/r1.0.4/api/org/apache/hadoop/mapreduce/lib/input/TextInputFormat.html
19 https://hadoop.apache.org/docs/r1.0.4/api/org/apache/hadoop/mapreduce/lib/input/SequenceFileInputFormat.html
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Além da sugestdo para utilizar a jungao na fase map, o utilizador pode também fornecer outras
sugestdes ou definir parametros para melhorar o desempenho do sistema. Pode-o fazer em
situagdes como: um conjunto de dados assimétrico (data skew), através da reparticdo dos dados
no processamento de um agrupamento (Group By); ou com a reducdo da quantidade de dados

transferidos entre os mappers e reducers, através de agregacoes parciais na fase map.
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Capitulo 4

Um Caso de Estudo

4.1 Star Schema Benchmark

O DW selecionado para estudar a utilizagdo de MR em sistemas de suporte a decisdo foi o Star
Schema Benchmark (O'Neil et al., 2007), que se baseia no teste de referéncia do TPC-H (Poess
and Floyd, 2000). O estudo que iremos descrever consistiu num conjunto de gueries adaptadas do
TPC-H, especialmente orientadas a um negdcio especifico, com um elevado grau de complexidade,

para a analise de um vasto conjunto de dados.

O esquema do TPC-H apresenta uma estrutura composta por oito tabelas, das quais seis sao
tabelas de dimensdo, que se encontram normalizadas até a terceira forma normal, e duas tabelas
de factos. No SSB, estas tabelas de factos ("ORDERS” e “LINEITEM") sdao combinadas, pratica
vulgar em DWs (Kimball and Ross, 2002), para originar uma nova tabela de factos, designada por
“LINEORDER” que evita juncdes desnecessarias. As restantes alteracdes efetuadas, esclarecidas
em (O'Neil et al., 2007), para obter o esquema em estrela, o Star Schema Benchmark (SSB), sao:

a remogao da tabela dimensao “"PARTSUPP” e a adicao da tabela dimensao “DATE".

O SSB é composto por uma tabela de factos, chamada “LINEORDER”, com duas dimensoes
degeneradas, "ORDERKEY” e “"LINENUMBER”, e quatro dimensdes, “DATE”, “"PART", "CUSTOMER"
e “SUPPLIER" (Figura 28). A tabela “LINEORDER"” tem 17 colunas, com a informacao das vendas

individuais, e uma chave primaria composta constituida pelos atributos “ORDERKEY” e
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“"LINENUMBER". As restantes colunas da tabela integram 5 chaves estrangeiras, referentes as
tabelas dimensdo "“DATE” ("L_ORDERDATE” e "“L_COMMITDATE"), “PART” (“L_PARTKEY"),
“"CUSTOMER” (“"L_CUSTKEY") e “SUPPLIER” (“L_SUPPKEY") e os atributos relativos as vendas,
incluindo “L_QUANTITY”, “L_DISCOUNT”, “L_REVENUE", entre outros.

Do mesmo modo que o TPC-H, cada tabela do SSB tem um fator de escala (scale factor) que
permite as tabelas escalarem até uma determinada dimensao. Por exemplo, um scale factor = 2

gera uma tabela de factos e uma tabela dimensao “PART” com 12.000.000 e 400.000 registos,

respetivamente.
200K"(1+log, SF) SF*30K
PART CUSTOMER
#P_PARTKEY #C_CUSTKEY
P_NAME C_NAME
P_MFGR SE*6M C_ADDRESS
P_CATEGORY C_CITY
F_COLOR C_REGION
P_TYPE #_ORDERKEY C_PHONE
P_SIZE #_LINENUMBER C_MKTSEGMENT
P_CONTAINER L_CUSTKEY
- L_PARTKEY
7 anos em dias L_SUPPKEY
L_ORDERDATE
DATE L_ORDERPRIORITY
#D_DATEKEY t—iﬂfﬁﬁﬁw
D_DATE =
s L_EXTENDEDPRICE
D_DAYOFWEEK L_ORDTOTALPRIGE
g_\@é’ANRTH L_DISCOUNT
D_YEARMONTHNUM L_REVENES
D_YEARMONTH *
D_DAYNUMINWEEK SF2K
D_DAYNUMINMONTH
| SUPPLIER
D_DAYNUMINYEAR =
D_MONTHNUMINYEAR #5_SUPPKEY
D_WEEKNUMINYEAR 5_NAME
D_SELLINGSEASON S_ADDRESS
D_LASTDAYINWEEKFL 5_CITY
D_LASTDAYINMONTHFL S_NATION
D_HOLIDAYFL S_REGION
D_WEEKDAYFL S _PHONE

Figura 28: Star Schema Benchmark (adaptado de (O'Neil et al., 2007))

O grdo da tabela de factos "LINEORDER” corresponde a venda diaria de um produto, de um dado
fornecedor a um dado cliente. As tabelas das dimensGes sdo simples, a excegao da tabela “DATE”

que € do tipo Role-playing dimension, pelo facto de representar dois papéis diferentes na tabela de
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factos: a data de encomenda e a data de entrega prometida ao cliente. As hierarquias definidas

para as dimensdes sdo, respetivamente:

DATE: YEARMONTH -> YEAR
PART: BRAND1 -> CATEGORY -> MFGR
CUSTOMER e SUPPLIER: CITY -> NATION -> REGION

O conjunto de gueries do SSB (Apéndice B) encontra-se dividido em quatro categorias ou "flights”,

que sdo: Q1, Q2, Q3 e Q4. No total, este conjunto é formado por treze gueries, representando

cargas de trabalho tipicas de um DW. O conjunto de gueries do SSB usa o formato do TPC-H, na

tentativa de fornecer as caracteristicas de Functional Coverage e Selectivity Coverage, isto €, um

conjunto de gueries que abranja as tarefas tipicamente realizadas sobre um esquema em estrela e

que varie de acordo com a consulta de diferentes parcelas da tabela de factos. As 4 categorias

definidas foram as seguintes:

Categoria 1 (3 queries): as gueries tém restricdes aplicadas sobre a tabela
dimensdo “DATE” e sobre a tabela de factos para os atributos “L_DISCOUNT” e
“L_QUANTITY". Estas queries calculam os ganhos em receita ("L_EXTENDEDPRICE —
L_DISCOUNT") para varios niveis de descontos e quantidades.

Categoria 2 (3 queries): as queries tém restricoes em duas tabelas dimensdo:
“PART” e “SUPPLIER”. Estas gueries calculam o somatdrio das receitas para as
categorias dos produtos, em determinadas regides, agrupados por ano e marca do
produto.

Categoria 3 (4 queries): as queries tém restricoes aplicadas em trés tabelas
dimensdo: “DATE”, “CUSTOMER"” e “SUPPLIER". Estas gueries envolvem o somatorio
das receitas para uma determinada regido e por um periodo de anos, agrupados por
cidade do cliente, cidade do fornecedor e ano. Os resultados sao ordenados por ano
(de forma ascendente) e receita (de forma descendente).

Categoria 4 (3 gueries): as qgueries tém aplicam restricdes sobre todas as tabelas
dimensdo. Estas queries envolvem o cdlculo do lucro ("L_REVENUE -
L_SUPPLYCOST"), agrupado por ano e nacao do cliente (guery 4.1); ano, nagao do
fornecedor e categoria do produto (guery 4.2); e ano, cidade do fornecedor e marca

do produto (guery 4.3).
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4.2 Integracao de MapReduce

Para integrar o modelo de programacao MR num SDW convencional, importa considerar algumas
guestdes, nomeadamente: o armazenamento de dados, as estruturas de acesso aos dados e as
técnicas para acelerar o processamento de dados. Os SDW baseados em MR, mais propriamente
em Hadoop, ndo controlam diretamente o armazenamento de dados nos discos que compdem o
cluster. Estes utilizam o HDFS — o sistema de ficheiros distribuido — para armazenar os dados das
tabelas. A forma como os dados se encontram organizados em HDFS afeta o desempenho destes
DWs. Em (He et al., 2011), os autores identificaram quatro requisitos fundamentais para organizar

os dados de um DW baseado através de MR, nomeadamente:

1. O carregamento rapido de dados - a reducao do tempo de carregamento de dados é
desejavel, uma vez que durante a execucao deste processo sao utilizados recursos (ex.
os trafegos de rede e disco) e interferem com a execucao normal das gueries.

2. O processamento rapido de gueries - para muitas queries, o tempo de resposta é
critico, no intuito de se satisfazer os requisitos (os pedidos em tempo real de websites
e as cargas de trabalho pesadas originadas pelas gueries de suporta a decisao
submetidas por varios utilizadores em simultaneo).

3. A utilizacdo eficiente do espaco de armazenamento - com o espagco em disco limitado,
0 armazenamento tem de ser bem gerido, de forma a maximizar o espaco disponivel
para acolher a quantidade crescente de dados gerados da atividade dos utilizadores.

4. Capacidade de adaptacdo a padroes de cargas de trabalho dindmicos - grande parte
das cargas de trabalho ndo seguem qualquer padrao (algumas analises de dados sdo
processos de rotina que s3ao executados periodicamente e de forma estatica, ao passo

que outras analises sdo executadas por gueries ad hoc).

O RCFile (Seccdo 3.3.1.) foi desenhado para atender estes requisitos. Esta estrutura de dados —
um particionamento horizontal, seguido de um particionamento vertical de um conjunto de dados -
foi integrada com sucesso em plataformas para a andlise de dados baseadas em MR. O Apache
Hive, a implementacdo de um DW em Hadoop, assemelha-se a uma base de dados tradicional
(Seccdo 3.3.3.). A base do Hive — o HDFS e o MR — tem algumas diferencas arquitetonicas que

influenciam diretamente as caracteristicas que este suporta, o que por sua vez afeta as aplicagdes
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do Hive. As atualizacdes, transacoes e os indices servem de apoio as bases de dados tradicionais.
Até ha pouco tempo, estas caracteristicas ndo tém sido consideradas como uma parte do Hive,
uma vez que este foi construido para executar operagbes sobre os dados armazenados em HDFS
utilizando o MR. Neste ambiente, a operacdo padrao sdo os full-table scans e as atualizagdes de

tabelas s3o atingidas através da transformacao dos dados para uma nova tabela.

O Hive ndo fornece atualizagOes, insercoes e remocdes ao nivel do registo, nem transacdes
(Capriolo et al., 2012). No entanto, existem casos em que é necessario recorrer a atualizagbes (ou
insergOes (appends)), ou a indices que produziria ganhos significativos no desempenho do sistema.
Relativamente as transacgbes, o Hive ndo define uma semantica clara para o acesso concorrente as
tabelas. Isto significa que, as aplicagdbes tém de construir o seu sistema de controlo de
concorréncia, a nivel aplicacional, ou um mecanismo de /ocks. O RCFile permite apenas adicionar
dados no final do ficheiro. Ndo permite escritas arbitrarias (He et al., 2011). O Apache Pig ndo é
eficiente para as gueries que se foquem num subconjunto de dados pequeno. Este tem de
percorrer o conjunto de dados na integra. JA o HBase tem caracteristicas de armazenamento
diferentes para o HDFS. Este tem a capacidade de realizar atualizacdes a linhas e indexar
atributos. As transacoes sdo efetuadas a nivel de linha, ou seja, as atualizagbes — armazenadas em
memoria e periodicamente escritos em disco — a linhas sdo atémicas, ndo interessa o nimero de
colunas que integram a transacdo. Desta forma, o mecanismo de /ock mantem-se simples. Assim,
0 HBase podera ser uma das solugGes a seguir para a indexacdo e o armazenamento dos dados
(White, 2012).

O célculo das agregacoes produzidas pelas gueries do SSB nao requerem todos os registos da
tabela de factos. Estas exigem somente um subconjunto de registos. Como se pode constatar pela
Tabela 1, as gueries do SSB tém uma percentagem de registos que satisfazem todos os predicados
na tabela de factos, isto é, a seletividade — o Filter Factor (FF) — obtida pelas restricdes nas tabelas
dimensdo e tabela de facto. Por exemplo, a query 3.1 — a guery menos seletiva — utiliza
aproximadamente 0,034*6 000 000 = 20 400 registos, caso o SF seja igual a ‘1’. Neste caso em
concreto (um conjunto de gueries com uma ou mais condicdes de filtro), as estruturas, como os
indices, devem ser exploradas para permitir o acesso eficiente aos dados e, assim, evitar o

varrimento completo da tabela de factos (Chaudhuri et al., 2011).
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Query

1.1

1.2

1.3

2.1

2.2

2.3

3.1

3.2

3.3

3.4

4.1

4.2

4.3

FF dos predicados mais restritivos das tabelas

Restricoes FF

LINEORDER DATE

0,47*3/11 1/7

0,2*%3/11 1/84

0,1*%3/11 1/364

6/7

6/7

6/7

1/84

2/7

2/7

PART

1/25

1/125

1/1000

2/5

2/5

1/25

dimensao

SUPPLIER

1/5

1/5

1/5

1/5

1/25

1/125

1/125

1/5

1/5

1/25

CUSTOMER

1/5

1/25

1/125

1/125

1/5

1/5

1/5

Combinado FF
LINEORDER

0,019

0,00065

0,000075

1/125 = 0,0080

1/625 = 0,0016

1/5000 = 0,00020

6/175 = 0,034

6/4375 = 0,0014

6/109375 = 0,000055

1/1312500 = 0,00000076

2/125 = 0,016

4/875 = 0,0046

2/21875 = 0,000091

Tabela 1: A seletividade das gueries do SSB (adaptado de (O'Neil et al., 2007))

O teste proposto pelo SSB consiste no teste de varias cargas de trabalho - "short scans”. Em

(Cooper et al., 2010), os autores realizam um benchmark que testa cargas de trabalhos diferentes

para varios sistemas de armazenamento e gestdo de dados na cloud. Para a carga de trabalhos

que o SSB apresenta, o benchmark demonstra que o HBase tem um bom desempenho, comparado

com os sistemas Apache Cassandra (Lakshman and Malik, 2009), também baseado no Bigtable, e

Yahoo!'s PNUTS (Cooper et al., 2008), para as range scans que obtém mais de 100 registos em

média. O HBase armazena os dados em disco de forma mais compacta, o que melhora o
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desempenho para grandes ranges ou intervalos. Assim, optou-se por utilizar o HBase para
armazenar a tabela de factos “LINEORDER”. No entanto, o mesmo estudo revela que o HBase nao
¢é eficiente quando as cargas de trabalhos sao leituras intensivas. Nestes trabalhos, as bases de
dados tém laténcias inferiores ao HBase. Num processo de leitura, o HBase tem de reconstruir os
fragmentos dos registos de mdltiplas paginas. A laténcia na leitura é grande, devido a sua
implementacdo do armazenamento /og-structured. O HBase descarrega as tabelas que se
encontram em memoria para o disco em ficheiros separados. Assim, o HBase tem de percorrer os

ficheiros a procura os fragmentos que formam um registo.

O modelo de dados do HBase (Seccdo 2.4.2.) tem duas estruturas fundamentais de indexacao
(Lars, 2011): a chave linha e a chave coluna. Estas estruturas oferecem uma nocdo, quer dos
dados que armazenam, quer da ordenagao explorada. Para modelar a tabela de factos
“LINEORDER"” em HBase, primeiro ha que considerar o esquema légico da tabela. A maior unidade
de divisao de uma tabela é a coluna familia (estas colunas tém um sentido diferente das colunas
encontradas nas bases de dados orientadas a coluna). A Figura 29 representa uma tabela em

HBase nos niveis logico e fisico.

cfl:cl | cfl:2 | cf2cl | f2:2 ofl:dl i ofl: 21 22 o2
n| @
(7} a

3 Q]

)
a
a

ESI\‘% Logico
s

6 o O

[r1:cf1:c1:t1: <value> \x00 |
r1:cf1:c1 <value>:t1:\x00 |
[r1- <value>:cfl: ¢1:11: \x00

| [3:cf2:cl: 3 :<value>
| [3:cf2:¢ t2‘ <vdue>

Fisico

I
16:cf2:c2:tl :<value>
Storefile <f1/134"  Storefile "d2/1234"

=Same Storag'e Requirements

Figura 29: Armazenamento de linhas em HBase (adaptado de (Lars, 2011))
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O nivel légico mostra o esquema légico dos dados (as linhas e as colunas). As colunas representam
a unido dos nomes das colunas familia e qualifier, isto &, a chave coluna em HBase. As linhas tém
uma chave para ter a possibilidade de enderecar todas as colunas numa linha ldgica. Esta tabela é
dobrada (Fold), antecipando, assim, o armazenamento fisico da tabela. Para cada linha, as células
sao armazenadas contiguamente em ficheiros separados (um por cada coluna familia). As
diferentes versdoes de uma célula sdo também armazenadas consecutivamente, em separado, por
ordem decrescente do timestamp. O HBase nao armazena valores nulos, ou seja células sem um

valor definido. O ficheiro contém os dados que foram explicitamente definidos.

A Figura 30 mostra uma célula completa (KeyValue, na terminologia do HBase), com a informagao
complementar referente a estrutura, ordenada por chave linha primeiro, depois por chave coluna,
e os efeitos do aproveitamento dos campos KeyValue. A API do HBase permite efetuar consultas
aos dados armazenados, com uma granularidade decrescente da esquerda para a direita. A
selecdo de linhas, através de uma chave linha especifica ou um intervalo de chaves linha, permite
reduzir efetivamente a quantidade de dados a analisar numa consulta. Ao especificar uma coluna
familia numa guery, exclui-se a necessidade de analisar os ficheiros separados, correspondentes as
colunas familias ndo especificadas. O timestamp é também um critério de selegdo, que evita a
andlise de dados para um determinado intervalo de tempo. O préximo nivel de filtro para uma
guery é a coluna gualifier. Neste nivel, bem como para o campo Value, é necessario analisar célula
a célula para determinar se satisfazem as condicoes da guery. Visto que a eficiéncia dos critérios
de selecao diminui bastante da esquerda para a direita, parte do valor pode deslocar-se para uma
posicdo mais significativa (ex. a chave linha) — o Shift na Figura 29 — sem alterar a quantidade de
dados armazenados. Esta alteracdao da disposicdo dos campos transforma cada valor numa linha
l6gica separada. Desta forma, estas chaves linha — compostas — permitem aceder aos dados com

uma granularidade mais baixa.

A API do HBase permite também efetuar o scan parcial as chaves linha. Para isso, é necessario
especificar uma chave linha inicial (inclusive) e uma chave linha de paragem (exclusive). Os scans
parciais tém a possibilidade de iterar sobre o conjunto de chaves linha e extrair os valores
pretendidos.
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Hley
| 1
KeyValue Row Column Family | Column Qualifier |  Timestamp Value
Skip Rows v X X X X
Skip Store Files v v X v X
Filter Compatible v v v v v
Performance

Increased Cardinality

Figura 30: Desempenho de uma consulta em HBase (retirado de (Lars, 2011))

Considerando o modelo de dados do HBase, a tabela de factos “LINEORDER” adota o seguinte

esquema:

e A chave linha combina os atributos, com o maior nivel de granularidade, das tabelas
dimensao.

¢ As colunas familia separam as medidas em 2 conjuntos.

e As colunas gualifier armazenam os factos com a granularidade da tabela de factos.

e Os valores representam as medidas.

Para a mesma chave, o HBase tem a capacidade de suportar versdes diferentes das medidas,
porém esta propriedade (#imestamp) nao é considerada para a consulta, ja que um facto tem
apenas uma versao, isto &, um facto & univoco e ndo volatil. Assim, a chave resume-se a <Chave

linha, Chave coluna>.

Chave linha

O desenho da chave linha tem em consideragdo o conjunto de gueries do teste SSB. Nestas, as
dimensGes em analise sdo “CUSTKEY”, “PARTKEY”, “SUPPKEY” e “ORDERDATE”. A dimensdo
“COMMITDATE” ndo integra a chave linha, visto que ndo participa nas gueries do teste. Para as
dimensdes que participam, os atributos das hierarquias, com o maior nivel de granularidade
("C_REGION”", “"P_MFGR", “"S_REGION" e “D_YEAR"), sdo associados. A ordem destes atributos &

um aspeto fundamental, visto que define a disposicao dos factos em disco. Por exemplo, a chave
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<"D_YEAR"” + “P_MFGR"> agrupa primeiro os factos para o atributo "D_YEAR”, em seguida,
associa estes factos aos valores de “P_MFGR” (Figura 31). Esta chave é ordenada

lexicograficamente e, assim, redne todas as chaves linha com o mesmo prefixo.

MFGR#2
MFGR#3
MFGR#1
MFGR#S
1933,
1993.MFGR#2

1998.MFGR#S

Figura 31: Parte da chave <"D_YEAR"."P_MFGR">

O ndmero de ocorréncias dos atributos dimensao, nas gueries, definiu o arranjo da chave linha.
Dos atributos selecionados para compor a chave linha, o mais frequente é o “D_YEAR” que
pertence a dimensao “ORDERDATE” — representa a dimensdo tempo no SSB (importante em
SSDs), uma vez que revela as tendéncias do esquema (Chaudhuri and Dayal, 1997). Deste modo,
o atributo “D_YEAR” é o primeiro elemento da chave linha. Os factos sdo agrupados por ano, o
que permite uma analise rapida das vendas de um determinado ano ou de um intervalo de anos. A
restante ordem dos elementos é: “S_REGION”, seguido de “C_REGION” e no final "P_MFGR". O
mesmo critério foi aplicado para determinar a posicdo destes atributos, ou seja, o nimero de
participacdoes nas gueries do teste. O cdlculo deste nimero teve em consideragao o nimero de
ocorréncias que estes atributos ou os atributos que integram uma mesma hierarquia (ex. os
atributos “"S_REGION" e “S_NATION" fazem parte da mesma hierarquia e representam a dimensao

“L_SUPPKEY"). No final, a chave linha assumiu a seguinte forma:

< D_YEAR >.< S_REGION >.< C_REGION >.< P_MFGR >

Chave coluna
A chave coluna é multidimensional, o que significa que é composta por varios elementos: coluna
familia e coluna qualifier. As colunas familia separam as medidas em 2 grupos, distribuindo as

medidas por 2 ficheiros:
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e 10 Grupo: QUANTITY, EXTENDEDPRICE, DISCOUNT, REVENUE e SUPPLYCOST;
e 20 Grupo: ORDERPRIORITY, SHIPPRIORITY, ORDTOTALPRICE, TAX e SHIPMODE;

Esta abordagem permite explorar o particionamento vertical da tabela de factos, tentando simular
um armazenamento orientado a coluna (Abadi, 2008). Porém, uma particdo para cada atributo
requer um mecanismo de reconstrucdo de registos. Para evitar estas reconstrugdes, optou-se por
organizar todos os atributos de uma tabela em grupos de atributos diferentes (Stonebraker et al.,
2005). O primeiro grupo ficou com as medidas utilizadas no conjunto de gueries do teste SSB,
enquanto que o segundo grupo com as medidas excluidas das analises. Assim, para satisfazer as
gueries do teste SSB basta analisar um ficheiro, ou seja, processar metade das medidas. Isto reduz
0 acesso ao disco durante a execucdo de uma guery, caso o calculo abranja medidas de apenas
um grupo. Caso contrario € necessario processar os dois ficheiros. As colunas gualifier representam
o nivel mais detalhado deste modelo, agrupando e combinando as dimensdes (“ORDERDATE”,
“SUPPKEY"”, “PARTKEY"”, “CUSTKEY” e “COMMITDATE"), com as chaves primarias da tabela de
factos ("ORDERKEY"” e “LINENUMBER"). Esta composicao dos atributos representa o grao da tabela

de factos.

A Tabela de factos "LINEORDER"”
A Figura 32 mostra a representagao dos dados em HBase para o facto com a chave primaria
“"ORDERKEY" = '4373889' e "LINENUMBER" ="5'".

"m":"19920101.1087.1168.142692.19920331 4373889.5"
"mm":"18920101.1087.1168.142692.19920331 4373889.5"

Y Y
At > "8|138775218|1276731|104081" "1-URGENTI|DI1E13377 74| TRUCK"

Figura 32: Representacdo dos dados de um facto

Os atributos que compdem a chave linha empregam chaves de substituicdo, que se encontram

armazenadas em tabelas HBase. Para cada uma das hierarquias do SSB (Seccdo 4.1.) gera-se uma

91



Caso de Estudo

chave de substituicdo para os atributos com maior nivel de granularidade. Os restantes atributos
da hierarquia partem da chave de substituicdo para criar uma arvore, através da técnica
materialized path expressions (Abadi et al., 2007), armazenando, através de uma expressdo, o
caminho completo até a raiz (ex. o caminho absoluto de um ficheiro num sistema de ficheiros). A
Figura 33 apresenta a representacdo dos dados de uma hierarquia, estruturada em pares

chave/valor.

D_YEAR D_YEARMONTHNUM |D_YEARMONTH
"1992" "1 "199201|Jan1992" "1.1"
"1993" "2 "199202|Feb1992" "1.2"
"1994" "3 "199203| Mar1992" "1.3"
"1995" "4

"199811| Nov1998" "7.11"
"1998" "7 "199812| Dec1998" "7.12"

Figura 33: Parte da hierarquia da tabela dimensdo “Date”

A estrutura da esquerda indexa o atributo "D_YEAR". Esta armazena os valores distintos deste
atributo e as respetivas chaves de substituicao gerada. A estrutura da direita armazena os valores
de dois atributos ("D_YEARMONTHNUM"” e “"D_YEARMONTH") distintos que representam o mesmo
nivel de detalhe e o caminho. Esta estrutura coloca a disposicdo a chave de substituicdo para as
consultas a tabela de factos (ex. os valores ‘199811’ e ‘NOV1998’ pertencem ao ano de ‘1998’, e
assim a chave de substituicdo € igual ‘7’). As restantes hierarquias sao indexadas da mesma forma.
A hierarquia “CITY -> NATION -> REGION” pode ser indexada através de duas tabelas dimensdo
("CUSTOMER" e “"SUPPLIER"). Neste caso, optou-se por utilizar a tabela dimensao “SUPPLIER”
para o povoamento da estrutura, porque tem uma cardinalidade inferior a tabela dimensdo
“CUSTOMER".

Tabelas dimensdo
As tabelas dimens3o encontram-se armazenadas num SGBD relacional, essencialmente devido a

dois motivos:

1. O HBase ndo suporta jungdes, pelo menos da mesma forma do que os SGBDs
relacionais (White, 2012).
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2. Apesar do teste SSB ndo propor dimensdes de variacao lenta, estas devem ser

tidas em consideracdo.

O modelo de dados em causa apenas suporta quatro operacdes: Get, Put, Scan e Delete. As
juncdes tém de ser implementadas ao nivel aplicacional - na Seccdo 3.3.2. sdo discutidas varias
implementacdes de algoritmos de jungdo em ambientes MR, entre os quais o star join. Em (Afrati
and Ullman, 2010), os autores sugerem que as tabelas dimensdo devem ser replicadas por todas
as maquinas do cluster, ja que este cenario pode ter um custo bem menor do que o custo da
transmissao do resultado das juncdes intermédias — juncdo realizada entre uma tabela de factos e
cada uma das tabelas dimensao — pela rede. Como as tabelas dimensdao se encontram
armazenadas nos discos locais, é possivel explorar outros sistemas de armazenamento para além
do HDFS ou mesmo do HBase. Assim, optou-se por utilizar um SGBD relacional para armazenar
estas tabelas. Estes sistemas sao adequados, tanto em termos das cargas de trabalhos realizadas
nas tabelas dimensdao como no acomodar das atualizacdes dos atributos que variam ao longo do
tempo (Kimball, 1996). Em sintese, a arquitetura definida para o DW pode ser observada na Figura
34:

MapReduce

| IDBC
1 7y
- J ! v B
HBase
Resultados Tabelas Dimensdo
Hierarquias Tabela de Factos {SGBD)
| ]
= |
HDES Disco Local
9 /

Figura 34: Arquitetura do DW

A tabela de factos “"LINEORDER” encontra-se armazenada em HBase e particionada por uma chave

linha composta pelos atributos das tabelas dimensdo. Estas tabelas, por sua vez, estdo
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armazenadas num SGBD relacional. As hierarquias, armazenadas em HBase, auxiliam a determinar
as chaves linha que se tém que consultar para o calculo das agregagGes. Os resultados produzidos
pelas analises sao armazenados em HDFS no formato CSV. Nesta arquitetura coexistem um SGBD

relacional e um sistema MR + HBase.

4.2.1 O Processo de Povoamento

O paper original do MR aborda a indexacdo (Seccdo 2.1.1.), descrevendo ai a construcdo de um
indice invertido. A estratégia para indexar uma tabela de factos nao difere muito da abordagem
utilizada num indice invertido. Mas esta nao implementa a fase reduce. Ai, a estrutura de dados €

construida em trés passos:

1. Povoar as quatro tabelas dimensdo na base de dados relacional.
2. Povoar as 3 estruturas de dados hierarquia.

3. Povoar a tabela de factos.

Apds o gerador SSB produzir os dados que compdem o DW, estes sao armazenados em 5 ficheiros
TBL (4 tabelas dimensdo e uma tabela de factos). Os dados das tabelas dimensdo sao carregados
diretamente a partir dos ficheiros gerados. Quanto a tabela de factos “LINEORDER”, o ficheiro TBL
€ copiado para o HDFS para, posteriormente, ser processado por um trabalho MR. Porém, antes de
povoar a tabela de factos, € necessario povoar as trés estruturas de dados da hierarquia. O

povoamento das estruturas de dados hierarquia envolve oito tabelas em HBase, nomeadamente:

¢ “year” e “month”: originaria da tabela dimensdo “DATE";
”m W

e “region”, “nation” e “city": originarias da tabela dimensdo “SUPPLIER";

e “mfgr”, “category” e “brand”: originarias da tabela dimensao “"PART".

Este povoamento ocorre imediatamente antes — numa fase de configuragao do trabalho MR — do
povoamento da tabela de factos "LINEORDER” em HBase, ou melhor, ambos os povoamentos sdo
executados pelo mesmo trabalho MR. A Figura 35 ilustra o povoamento da hierarquia originada da
tabela dimensdo “PART”. Este processo comega pela selecao dos atributos “P_MFGR”,
“P_CATEGORY” e "P_BRAND1"” da tabela dimensao “PART". Para cada registo obtido & gerada uma
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materialized path expression (Figura 33) que € armazenada numa estrutura HashMap<"Chave”,
“Path”>. Em seguida, esta estrutura é separada em 3 trés listas ("mfgrs”, “cats” e “brands”) que
povoardo as tabelas hierarquia “mfgr”, “category” e “brand”, respetivamente. De realcar que

“Path” representa uma estrutura de dados que armazena:

e uma chave e o seu caminho correspondente para o atributo com o menor nivel de
detalhe (a raiz da arvore);
e e uma subarvore — outra estrutura “Path” — que armazena os restantes atributos com

um nivel de detalhe superior a raiz.

Apds o povoamento das tabelas hierarquia, segue-se o povoamento da tabela de factos, ja com as
chaves de substituicao, através do bulkimport do HBase (Lars, 2011). Esta estratégia utiliza um
trabalho MR (apenas a fase map), que produz um grupo de ficheiros (HFILES) contendo os dados

preparados, para, posteriormente, importar da tabela HBase (Figura 36).

HBase
Tabelas Dimensdo | seELEcT p_wFGR,
MFGR.put(mfgrs)

(SGBD) Lo CORY CATEGORY. put (cats) Hierarquias
| 2

| FROM PART BRANDI . put(brands) !
| \

JDBC [Map<Chave,Path> J—b[ HTable }

Disco Local HDFS

Figura 35: Representacdo do povoamento das hierarquias

Antes de iniciar o scan a tabela de factos (o ficheiro TBL gerado pelo teste SSB), o povoamento
comega com a construgdo de quatro estruturas HashMap®, que armazenam as chaves primarias
de todas as tabelas dimensdo e as chaves de substituicdo armazenadas nas estruturas de dados
hierarquia “year”, “region” (tabelas dimensdo “SUPPLIER"” e "CUSTOMER") e “mfgr”. Esta relacao,

20 http://docs.oracle.com/javase/6/docs/api/java/util/HashMap.html
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a chave primaria da tabela dimens3o (oriunda do SGBD) e a chave de substituicao (oriunda da
estrutura de dados hierarquia), é estabelecida através dos valores dos atributos “D_YEAR”,
“S_REGION”, “"C_REGION" e “P_MFGR” das tabelas dimensdo “DATE”, “SUPPLIER”, "CUSTOMER" e
“PART”, respetivamente. Este processo € executado pela funcdo setup (fungao executada, uma
vez, no inicio de cada mapper).

A funcao map |é cada linha do ficheiro TBL correspondente a tabela de factos e que esta
armazenada temporariamente em HDFS. No final do carregamento, este ficheiro é removido do
HDFS. Para cada registo da tabela de factos sdo extraidos os atributos “L_ORDERDATE”,
“L_SUPPKEY”, “L_CUSTKEY” e “L_PARTKEY”. Estes atributos sdo essenciais, uma vez que
determinam a chave-linha a que pertence. A chave-linha é calculada a partir das quatro estruturas
HashMap, produzidas pela funcdo setup, isto é, as chaves de substituicdo — armazenadas nas
HashMap — que compdem a chave linha e que sdo adquiridas a partir dos valores dos atributos
extraidos. Os restantes atributos sdao divididos para formar as chaves colunas e os grupos de
medidas (Figura 32). No final, o mapper emite os dados no formato interno de armazenamento do
HBase para que estes sejam carregados na tabela eficientemente.

Tabelas Dimensdo
(sceD) = Hoase
| j = . ]'\\ Hierarquias
- /[ SUPPLIER<S_SUPPKEY, REGION> Jw.| ] ‘
IDBC -+ CUSTOMER<C_CUSTKEY, REGION> Jo—— HTable -
I~ parr<r_parTKEY, MFGR> Ji]
U . seTup | a
Disco Local | |
! \ Registo |<\ Tabela de factos
]—‘{—H\y—ﬂ I TBL
Chave Grupo 1 Grupo 2 |
MAP |
\_ MAPPER
HBase

Tabela de Factos

HDFS

Figura 36: Ilustragdo do povoamento da tabela de factos
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Atualizacoes

Depois do primeiro povoamento, um DW é regularmente atualizado (Golfarelli and Rizzi, 2009). O
teste SSB nao especifica dimensdes de variacdo lenta. As tabelas dimensdo, encontrando-se
armazenadas num SGBD relacional, acomodam os atributos suscetiveis a estas mudangas através
das técnicas especificadas anteriormente (Seccdo 3.1.1.). Para as tabelas dimensao, optou-se por
utilizar o tipo 4 (Kimball, 1996). No entanto, a alteracao de um atributo que compde uma ou mais
hierarquias, indexadas nas tabelas HBase, requer uma manutengao diferente. As modificagdes que
advém dessa situagao implicam a adicdo de um novo par chave/valor, no qual a chave
corresponde ao novo valor do atributo, correspondendo o valor a materialized path expression do

valor antigo.

4.2.2 O Processamento de Queries

A construgdo de um indice <Chave linha, Chave coluna> para a tabela de factos “"LINEORDER” tem
como objetivo reduzir o tempo de processamento das qgueries. Com este tipo de estrutura, o
processamento de gueries fica restrito aos registos da tabela de factos que contém, pelo menos,
um critério de selecdo da guery. Assim, o processamento de uma guery pode explorar os range
scans que o HBase suporta eficientemente. As gueries tém também a faculdade de cruzar os dados
da tabela de factos, de forma expedita, caso os atributos de selecdo se encontrem incluidos no
indice (ex. a consulta que seleciona os registos da tabela de fatos para o ano de ‘1993’ e os

fornecedores da regidao ‘EUROPE’).

O HBase suporta duas operagbes de pesquisa: 0 Get e o Scan. Dada uma chave linha, a operagao
Get devolve o seu valor. Esta operacdo é ideal para sondar as estruturas tipo hierarquia, uma vez
que as consultas sobre estas estruturas resumem-se a aquisicdo da chave de substituigdo para um
dado valor de um atributo (isto €, uma chave linha). As tabelas hierarquia sdo mantidas em
memoria para que a operagao seja executada mais rapidamente. Ja a operacdo Scan é utilizada
para iterar sobre intervalos de chaves linha que indexam a tabela de factos. Esta operagdo tem a
capacidade de adquirir varios valores (subconjuntos da tabela de factos) para as chaves linha e

chaves coluna pré-determinadas.
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De seguida, apresenta-se a adaptacdo do conjunto de gueries do teste SSB para o modelo de

programacao MR.

Queries da primeira categoria

A primeira guery do SSB (Apéndice B) executa uma juncao, entre as tabelas dimensdo “DATE” e a
tabela de factos “LINEORDER”, e calcula um somatério - a receita
("EXTENDEDPRICE*DISCOUNT") — através da selecdo dos registos da tabela de factos com base

em trés parametros:

e “D_YEAR" ='1993'.
e Os valores da medida "DISCOUNT” entre ‘1’ e ‘3",
e Os valores da medida "QUANTITY" inferiores a ‘25’.

Esta guery, para além de filtrar os registos através de uma juncdo, exclui registos através do valor
das medidas “"DISCOUNT” e “QUANTITY”. O processo de adaptacdo para MR comega por
determinar as chaves linha e coluna que armazenam o conjunto de registos pretendidos para o
calculo da guery. Relativamente a chave coluna, adiciona-se o Grupo 1 de medidas para o Scan. O
segundo grupo ndo é utilizado neste conjunto de gueries teste, visto que as medidas que relne
nao fazem parte das analises. Quanto a chave linha, o atributo “D_YEAR” pertence a selecdo desta
guery. Dessa forma, determina-se a sua chave de substituicao — o valor ‘2’ — para filtrar as chaves
linha a consultar (Figura 37). Definido o conjunto de chaves linha (neste caso as linhas iniciadas
por ‘2, uma vez que o atributo “D_YEAR"” ocupa a primeira posicao da chave linha composta),

termina a fase de configuracdo do trabalho MR (exceto para as configuracGes habituais).

Selegdo Hierarquia year Tabela de Factos
“1992” | 1
“1993” | 2

WHERE D_YEAR = 1993 = “1994” | 3 >

“1998” | 7

Figura 37: Obtengdo da chave de substituicdo para o ano de ‘1993’
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O volume do conjunto de chaves linha é calculado pela cardinalidade dos atributos que o compdem
(Tabela 2). No total, o conjunto tem 875 linhas, valor este que resulta da multiplicacdo das
cardinalidades destes atributos. Para a primeira guery do SSB, o valor de “"D_YEAR" é fixado. Desta
forma, o nimero de chaves linha a consultar é reduzido para 125 (1*5*5*5), que abrange as

linhas entre ‘2.1.1.1" € *2.5.5.5’, inclusive.

Atributo Cardinalidade
D_YEAR 7

S_REGION 5

C_REGION 5
P_MFGR 5

Tabela 2: Cardinalidade dos atributos chave linha

O mapper processa os pares chave/valor de /nput, extraidos do HBase. Este mapper é composto
por uma funcdo map que, para cada KeyValue, separa os campos, de forma a obter o valor das
medidas “L_EXTENDEDPRICE”, “L_DISCOUNT” e “L_QUANTITY", necessarios para o calculo da
guery. Depois, estes valores sdo testados, de acordo com as restantes clausulas WHERE, para
verificar se o registo satisfaz os critérios de selegdo. No final, 0 mapper emite um conjunto de
pares chave/valor, com a chave ‘rev’ e o valor “L_EXTENDEDPRICE*L_DISCOUNT"”. O reducer é
implementado pela classe LongSumReducer’! e calcula o somatério dos valores produzido pelo

mapper. O trabalho MR para a primeira guery do SSB esta ilustrado na Figura 38.

Tabela de Factos ;I

KeyValue | “rev’ | 2822456
Pl M “rev’ | 1936248
EXTENDE —-| “rey” | 894903116957
111" DPRICE DISCOUNT QUANTITY “rey” 2510400
“2555"

Figura 38: Trabalho MR que expressa a primeira guery do SSB

21 http://hadoop.apache.org/docs/r1.0.4/api/org/apache/hadoop/mapreduce/lib/reduce/LongSumReducer.html
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Esta guery é a mais simples de adaptar para um trabalho MR. A sua implementagdo evita a juncado
com a tabela dimensao “DATE”, uma vez que o conjunto de chaves linha devolve todos os registos
correspondentes ao ano de ‘1993". A segunda guery, da mesma categoria que a primeira,
implementa uma juncao simples. A estrutura das queries sao semelhantes, no entanto esta
seleciona um atributo que nao faz parte da chave linha, o “"D_YEARMONTHNUM". Este atributo
encontra-se indexado na estrutura hierarquia, criada para a tabela dimensao “DATE”, e permite o
calculo da chave de substituicdo, da mesma forma que a guery 1.1. Ainda assim, tem-se que
determinar quais os registos que satisfazem as novas restricdbes, nomeadamente a
“D_YEARMONTHNUM = ‘1994, O trabalho MR para a segunda guery é idéntico ao apresentado na

Figura 38, porém o mapper ¢ diferente (Figura 39).

Tabela Dimensdo
(DATE)

Tabela de Factos

_________________________________

SELECT D_DATEKEY | e e
FROM DATE
WHERE D_YEARMONTHNUM = 199401

| KeyValue

T~

Coluna )
Qualifier Medidas

“3.1.1.17... “3.5.5.5”

________________________________

“rev” 2822456

“rev” 1936248

“rev” 2510400

Figura 39: O mapper da segunda guery

Este mapper implementa um algoritmo de juncdo semelhante ao broadcast join (Blanas et al.,
2010). O algoritmo implementa jungdes entre conjuntos de dados, caso um destes caiba em
memodria (Seccdo 3.3.2). O conjunto de dados de menor dimensdo — a tabela dimensao “"DATE" — é

carregado do disco local para a memdria pela fungdo setup - esta estratégia também é aplicada no
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povoamento da tabela de factos. A Figura 40 apresenta a funcao setfup para a query 1.2. Esta
fungdo é executada uma vez, antes de cada fungao map, e I€ a tabela dimensdo “DATE” do SGBD,
para recolher as chaves primarias que satisfazem restricao “"D_YEARMONTHNUM = 199401". As

chaves primarias sdo armazenadas numa estrutura de dados “datas” (linha 6).

public void setup(Context context)
throws IOException, InterruptedException {

try {
Connection con = DriverManager.getConnection("..");
PreparedStatement pst = con.prepareStatement("
SELECT D_DATEKEY
FROM dat
WHERE d_yearmonthnum = "Y;
ResultSet rs = pst.executeQuery();
while (rs.next()) {datas.add(rs.getInt(1));}
pst.close(); rs.close(); con.close();
} catch (SQLException e) {System.out.println(e.getMessage());}

}
Figura 40: A fungao setup para a query 1.2

Terminada a fungdo setup, a funcdo map realiza a jungdo entre as chaves primarias recolhidas

para a memoria (HashSefr?) e os KeyValue, extraidos do HBase (Figura 41).

public void map(ImmutableBytesWritable row,
Result columns,
Context context)

throws IOException, InterruptedException {

for (KeyValue kv : columns.list()) {
String[] gq = Bytes.toStringBinary(kv.getQualifier()).split("\\.");
int dataKey = Integer.parseInt(q[©]);
if(datas.contains(dataKey)) {
String[] m = Bytes.toStringBinary(kv.getValue()).split("\\|");

int disc = Integer.parseInt(m[2]);
int qunt = Integer.parseInt(m[©]);
int extp = Integer.parseInt(m[1]);

if((disc >= 4) && (disc <= 6))
if((qunt >= ) && (qunt <= »
context.write(one, new LongWritable(extp*disc));

Figura 41: A fungdo map para a query 1.2

22 http://docs.oracle.com/javase/6/docs/api/java/util/HashSet.html
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Para cada KeyValue, a fungdo map separa os campos, de forma a obter a coluna gualifier (linhas 3
€ 4) — mais propriamente o valor de “"L_ORDERDATE"” — e o “Value” ou as medidas (linha 6). Antes
de extrair as medidas “L_EXTENDEDPRICE”, “L_DISCOUNT” e “L_QUANTITY” (linhas 7 a 9), o
registo da tabela de factos é testado. Caso a estrutura de dados “datas” contenha o valor de
“L_ORDERDATE" (linha 5), entdo o registo satisfaz o critério de juncdo entre a tabela de factos e a
tabela dimensdo “"DATE". Caso contrario, o registo é rejeitado. Os valores das medidas extraidas
sao testados de acordo com as restantes clausulas WHERE, para verificar se o registo continua a
satisfazer os critérios de selecdo (linhas 10 e 11). No final, o /mapper emite um conjunto de pares
chave/valor, com a chave ‘rev' — representada pela variavel textual “one” — e o valor
“L_EXTENDEDPRICE*L_DISCOUNT” (linha 12). O mapper da query 1.3 é semelhante ao

apresentado pela Figura 39, no entanto, mudam-se as clausulas de selecao.

Queries das restantes categorias

A primeira categoria esta representada apenas por gueries com jungoes simples ou Two-way join
(Blanas et al., 2010). As guerfes das categorias seguintes propdem novos desafios, como a
primeira guery da segunda categoria — a guery 2.1 —, que agrupa e ordena, de forma ascendente,
os diferentes valores dos atributos “D_YEAR” e “P_BRAND1”, para o somatorio dos valores da
medida “L_REVENUE". Nesta query participam trés tabelas dimens3o: “DATE”, “PART” e
“SUPPLIER". Através da chave linha, os registos da tabela de factos sao filtrados por dois atributos:
“"S_REGION = ‘AMERICA™ e “P_MFGR = ‘MFGR#1", obtido a partir de “P_CATEGORY =
‘MFGR#12". Assim, o nimero de linhas a consultar é de 35 (7*1*5*1), uma vez que sdo fixados

dois atributos da chave linha.

Do ponto de vista estrutural, o mapper para a query 2.1 é semelhante ao apresentado pela Figura
39. Com a projecao dos atributos “D_YEAR” e “P_BRAND1", a funcao setup passa a construir
estruturas de dados pares chave/valor, isto €, estruturas Map?3. A Figura 42 apresenta a funcdo
setup que povoa duas estruturas de dados (HashMap), armazenando os valores dos atributos
projetados, com as respetivas chaves para a jungdo. A estrutura de dados “datas” armazena o

atributo “"D_YEAR"”, com a chave de substituicdo e o ano da estrutura de dados hierarquia, em

23 http://docs.oracle.com/javase/6/docs/api/java/util/Map.html
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HBase (linha 6). No fundo, a estrutura “datas” armazena uma cdpia da estrutura de dados
hierarquia invertida, isto &, a estrutura <valor, chave>. Este povoamento é excecional, visto que o
atributo “D_YEAR” faz parte da chave linha. Da mesma forma, ler a tabela dimensdo “DATE” do
SGBD povoava a “datas”, porém a abordagem implementada é a mais eficiente, porque processa
menos informagdo. O atributo “"P_BRAND1"” é indexado em “parts” pela tabela dimensdo “PART”
(linha 16), com a chave “P_PARTKEY"”, para os registos que satisfazem restricao “P_CATEGORY =
‘MFGR#12".

public void setup(Context context)
throws IOException, InterruptedException {

Configuration config = context.getConfiguration();
HTable ano = new HTable(config, "dy");
ResultScanner scanner = ano.getScanner(new Scan());
for (Result rr = scanner.next(); rr != null; rr = scanner.next()) {
datas.put(Bytes.toString(rr.getValue(Bytes.toBytes("k"), Bytes.toBytes("p"))),
Bytes.toString(rr.getRow()));

}
scanner.close(); ano.close();
try {
Connection con = DriverManager.getConnection("...");

PreparedStatement pst = con.prepareStatement("
SELECT P_PARTKEY, p_brandl
FROM part
WHERE p_category = 'MFGR#12'");
ResultSet rs = pst.executeQuery();
while (rs.next()) {parts.put(rs.getInt(1), rs.getString(2));}
pst.close(); rs.close(); con.close();
} catch (SQLException e) {System.out.println(e.getMessage());}

Figura 42: A funcao setup para a query 2.1

A funcdo map da query 2.1 (Figura 43) é semelhante a guery 1.2, no entanto a guery 2.1 integra
operacoes de projecdo, de agrupamento e de ordenacdo. Para cada KeyValue (ja filtrado por
“S_REGION” e “P_MFGR"), a funcao map filtra os registos da tabela de factos — através da
operacao de juncao (linha 5), emitindo um conjunto de pares chave/valor (linha 9). A chave
combina os atributos projetados pela guery — o "D_YEAR” e o “"P_BRAND1"” — pela ordem de
agrupamento e ordenacdo. Os valores destes atributos sdo obtidos a partir das estruturas de
dados construidas pela fungdo setup. O valor dos pares emitidos corresponde a medida
“L_REVENUE". O conjunto de pares <"“D_YEAR,P_BRAND1”, “L_REVENUE"> é posteriormente

agregado pelo reducer, que também é implementado pela classe LongSumReducer.
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public void map(ImmutableBytesWritable row,
Result columns,
Context context)

throws IOException, InterruptedException {

for (KeyValue kv : columns.list()) {

String[] q = Bytes.toStringBinary(kv.getQualifier()).split("\\.");

int partKey = Integer.parseInt(q[3]);

if(parts.containsKey(partKey)) {
String[] m = Bytes.toStringBinary(kv.getValue()).split("\\|");
String datakKey = Bytes.toStringBinary(kv.getRow()).split("\\.")[@];
int rev = Integer.parseInt(m[3]);
context.write(new Text(datas.get(dataKey)+", "+parts.get(partKey)),

new LongWritable(rev));

Figura 43: A funcao map para a query 2.1

Agrupamento e ordenacgao

Os pares produzidos pela funcao map sdo agrupados e ordenados pelo proprio MR (Dean and
Ghemawat, 2004), tal como a Figura 44 exemplifica. A query 2.1 agrupa e ordena os atributos
projetados “D_YEAR” e “P_BRAND1”, respetivamente. Esta disposicdo do resultado final é
alcangada pelo MR, no momento da emissao da chave da funcdo map. Esta fungao emite uma
chave <"D_YEAR”, "P_BRAND1">, que imp0e a ordenacao do conjunto. Primeiro por “"D_YEAR" e
depois por “P_BRAND1". O reducer calcula os valores agregados, para cada chave e escreve o

resultado num ficheiro com as chaves respetivas, ordenadas lexicograficamente.

"1992, MFGR#121" 2032150 "1992, MFGR#121" 2032150,1197864
"1992, MFGR#1210" 4184467 1992, MFGR#1210" 4184467
"1992, MFGR#121" 1197864

\ 4

Figura 44: Agrupar parte dos valores pelas chaves ("D_YEAR” e “"P_BRAND1") ordenadas

A clausula GROUP BY do SQL agrupa os atributos pela ordem definida, enquanto que a clausula
ORDER BY ordena os valores de atributos. Para as categorias 2 e 4, as gueries implementam a
abordagem descrita acima, uma vez que os atributos sdo agrupados e ordenados da mesma
forma. Porém, as gueries da categoria 3 requerem uma nova abordagem, uma vez que o ORDER
BY inclui o resultado do somatério ordenado decrescentemente. Este resultado € obtido apds a

execucao da funcdo reduce.

104



Caso de Estudo

O algoritmo de execucdo, para qgueries da terceira categoria, implementa dois trabalhos MR. O
primeiro implementa um algoritmo semelhante ao descrito para a guery 2.1. Contudo, a estrutura

nao se altera:

e A fungdo sefup constrdi trés estruturas de dados: <Chave de substituigdo,
“D_YEAR”>, <"C_CUSTKEY”, “C_CITY"> e <"S_SUPPKEY”, “S_CITY">.

e A fungdo map emite os pares <"D_YEAR. C_CITY. S_CITY”, “L_REVENUE">, para
os registos da tabela de factos que satisfacdo, tanto as condicao de juncao (isto &,
se 0 “L_CUSTKEY” e “L_SUPPKEY” do registo estdo contidos nas estruturas

HashMap criadas na funcao setup) como os critérios de selecao das gueries.

O output do primeiro trabalho é escrito num ficheiro em HDFS, que serve como /nput do segundo
trabalho (Figura 45). Para ordenar os registos da forma solicitada, a fungdo map utiliza uma
estrutura de dados auxiliar, um par. Esta estrutura auxiliar tem como objetivo separar as diferentes
ordenagbes do conjunto de dados. O Hadoop permite definir a ordenagao das chaves através de
uma classe que dita a ordenacdo de uma estrutura. O par utilizado para a ordenagao dos dados €
formado por dois campos: o ano que é ordenado de forma ascendente; e a composicao dos
atributos “L_REVENUE"”, “C_CITY” e “S_CITY"” que sdo ordenados de forma descendente. A
conjugacao destes campos é emitida como chave no conjunto intermédio. Quanto ao valor, este
nao sera incluido na operagao de ordenacdo. Assim, a chave do conjunto intermédio fica ordenada
da forma desejada. O reducer limita-se a rearranjar as posicoes dos atributos ("C_CITY”, “S_CITY",
“D_YEAR”, “L_REVENUE") para escrever o output final. As configuracdes do segundo trabalho MR
foram alteradas para realizar a ordenacao pretendida. Por omissdo, as chaves sdao ordenadas

lexicograficamente.

“1992,UNITED KI1, UNITED KI1” | 28384760 1992,”88813697,UNITED KI5, UNITED KI5’ NULL

“1992,UNITED KI1, UNITED KI5” | 87351089 1992,”87351089,UNITED KI1, UNITED KI5’ NULL

( )

( )
“1992,UNITED KIS, UNITED KI1” | 62776014 —»\:’—» (1992,"62776014,UNITED KIS, UNITED KI1”) | NULL

( )

“1992,UNITED KI5, UNITED KI5” | 88813697 1992,”28384760,UNITED KI1, UNITED KI1’ NULL

Figura 45: Segundo trabalho para as gueries da terceira categoria (fase map)

Existe uma alternativa para processar as gueries da terceira categoria em apenas um trabalho MR.
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O Hadoop tem uma fungdo, denominada cleanup, que executa no final das funcdes map e reduce.

Este trabalho MR é semelhante ao primeiro trabalho descrito acima, apenas com algumas
alteracdes ao nivel do reducer. Depois do calculo do somatodrio, a funcdo reduce armazena o par
numa estrutura de dados em memoria (ex. 7reeMap?*). No final, a funcdo cleanup ordena o output
— conforme especificado pelas gueries da terceira categoria — e emite os pares. Esta solucao é

mais eficiente, ja que ndo implica um segundo trabalho MR.

Multi-way Join

As guerifes das categorias 2, 3 e 4 calculam juncdes com mais de duas tabelas. Algumas gueries
evitam estas juncdes através dos atributos que compdem a chave linha (ex. guery 2.1). No
entanto, o filtro que a chave linha produz ndo é suficiente. Em alguns casos, as restrigoes
colocadas pelas gueries conduzem a necessidade de calcular jungdes adicionais no mapper. Um

exemplo deste tipo é a guery 4.3:
if(parts. containsKey(partKey) && suppliers. containsKey(suppKey))

A fungao map apresentada pela Figura 43 implementa, na linha 5, o célculo da juncdo entre um
subconjunto da tabela de factos — obtido a partir da chave linha — e a tabela dimensdo “PART”. A
expressao apresentada acima € utilizada com o mesmo propdsito, isto &, calcular os registos da
tabela de factos que satisfazem determinadas restricoes. Porém, o nimero de restricées da guery
4.3 exige um acréscimo de tabelas dimensdo para o calculo. As condicoes (*S_NATION = ‘UNITED
STATES" e “P_CATEGORY = ‘MFGR#14"") requer a juncao do subconjunto da tabela de factos com
as tabelas dimensdo “PART” e “SUPPLIER”. As varidveis da expressdo “parts” e “suppliers”
correspondem a estruturas de dados HashMap, com as chaves de jungdo — chaves primarias — e 0s

atributos projetados pela guery para as tabelas dimensdo (ja calculados pela operacdo de selegao).

4.3 Avaliacao dos resultados

Para avaliar o desempenho da estrutura de dados concebida para o teste SSB foi elaborado um

estudo comparativo entre uma implementagdao MR e a de uma relativa a um SGBD relacional. Este

24 http://docs.oracle.com/javase/6/docs/api/java/util/ TreeMap.html
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estudo foi organizado em trés fatores de escala distintos. Isto &, foram gerados trés DWs para

representar trés escalas diferentes. No final de cada teste, o DW utilizado foi removido para

carregar um DW com um fator de escala diferente. Todos os resultados calculados pelas gueries

do SGBD e do MR foram comparados e validados. Os testes foram realizados numa Unica maquina

em Linux baseado no Debian e no sistema de ficheiros ext4. As especificacdes da maquina e do

software utilizado eram:

Hardware:

e CPU: Core 2 Duo T9550 2.66 GHz

e Memoria: 4 GB

e Sistema operativo: Ubuntu 12.04 LTS 32 bit
e Disco rigido: SATA 5400 RPM

Software:.
e Hadoop: 1.0.4
e Hbase: 0.94.2

e Java: versao 6 update 31
e MySQL: Community Server 5.5.29

O Hadoop, do mesmo modo que o HBase, foi configurado para ser executado em modo pseudo-

distributed, isto é, cada daemon do Hadoop corresponde a um processo Java, que corre em

separado, de forma a simular um cluster em pequena escala (White, 2012). Os dados do

Namenode e Datanode foram armazenados em diretorias do disco local (sistema de ficheiros ext4).

O Hadoop e o HBase utilizaram o Java 1.6, com algumas opcdes diferentes do padrao. Estas

alteracdes na configuragao estao apresentadas na Tabela 3.

Opcao Valor Padrao
dfs.replication 1 3
dfs.block.size 128 MB 64 MB

mapred.child.java.opts -Xmx1G -Xmx200M
mapreduce.map.output.compress true false

Tabela 3: A configuragao Hadoop
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A primeira propriedade, a dfs.replication, definiu o nimero de réplicas para um bloco em HDFS. O
valor ‘1’ significa que o HDFS nao replicou os blocos. Quando existe apenas um Datanode, o HDFS
nao tem a capacidade de replicar blocos por trés Datanode, por essa razao optou-se por modificar
essa propriedade. O aumento do tamanho de um bloco HDFS — o dfs.block.size — de 64 MB (por
defeito) para 128 MB aliviou a pressao sobre a memoéria do Namenode e aumentou a quantidade
de dados que um mapper tem a processar. Contudo, o paralelismo foi potencialmente reduzido,
uma vez que o numero de blocos diminuiu e, consequentemente, o nimero de mappers a o correr
também diminuiu. A terceira propriedade, a mapred.child.java.opts, fixou o limite maximo de 1GB
de memodria (JVM heap size) para as tarefas mapper e reducer. Por Ultimo, a propriedade

mapreduce.map.output.compress ativou a compressao dos dados gerados pelos mappers.

O codec — uma implementacao de um algoritmo de compressao/descompressao — utilizado foi o
org.apache.hadoop.io.compress.SnappyCodec, que representa o algoritmo de compressao
Snappy®>. O Hadoop suporta diferentes formatos de compressdo, cada um com caracteristicas
diferentes. Os formatos LZO e o Snappy sao otimizados para proporcionarem uma velocidade de
processamento elevada e compressao razoavel, apesar de uma compressdao menos eficaz do que a
do gzip. Porém, optou-se pelo Snappy, porque é significativamente mais rapido do que o LZO para
a descompressao (White, 2012). Esta decisdo estendeu-se ao armazenamento de dados nas

tabelas em HBase. O Snappy supera o LZO, quando usado em Hadoop e HBase (Lars, 2011).

Relativamente a configuracdo do MySQL (Corporation and affiliates, 2013), optou-se pela
configuracdo padrdo, exceto a propriedade buffer poo/ — a memdria disponivel para armazenar os
dados e os indices das tabelas — que passou a ter o valor de 1 GB. Por omissdo, o buffer pool é de
128 MB. As tabelas do SSB dependem do mecanismo de armazenamento (storage engine) InnoDB
(o storage engine por omissdo). Este sforage engine foi projetado para alcangar o maximo
desempenho durante o processamento de grandes conjuntos de dados, suportar transacoes ACID
(Gray, 1981) e integridade referencial. O InnoDB organiza os dados das tabelas em disco de forma
a otimizar as consultas com base em chaves primarias. Cada tabela tem um indice clustered (uma
arvore B+ tipicamente no atributo chave primaria) que organiza os dados para minimizar os I/Os

durante as pesquisas as chaves primarias.

25 https://code.google.com/p/snappy/
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Inicialmente, considerou-se o uso do storage engine MyISAM, mesmo sabendo-se que este storage
engine disponha de melhores tempos de execugao para as gueries simples (as gueries da primeira
categoria), cerca de 55% relativamente ao InnoDB, para as restantes queries do teste SSB, o
InnoDB supera o MyISAM. No geral, o InnoDB detém os tempos de execucdo mais baixos: cerca
de 28% menos que o MyISAM.

4.3.1 Resultados

Nesta altura, o primeiro aspeto a considerar é o fator de escala (SF). Os graficos apresentados na
Figura 46 mostram o desempenho (em segundos) do conjunto de gueries SSB para os diferentes
fatores de escala. Os tempos de execucdo apresentados foram obtidos pelo célculo do tempo
médio de trés amostras. Em MR, a execucdo de gueries é efetuada por trabalhos constituidos por

um mapper e um reducer. A cache das queries foram desativadas, para ambos os sistemas.

Para o caso de SF = 2, o MySQL foi claramente o “vencedor”. Como era previsivel, a laténcia dos
trabalhos MR, desde o momento do envio do trabalho MR para o JobTracker até ao inicio da
execucao dos mappers, acrescentou segundos importantes no tempo de execucao das gqueries.
Excluindo o tempo de execucao dos mappers e reducers, os trabalhos MR consumiram mais de 13
segundos, em média, apresentando uma variacdo entre 8 e 18 segundos. Este “cold start” é
sintomatico da implementacao do Hadoop, nao sendo uma caracteristica inerente ao proprio
modelo de programacdo MR. Em contraste, os SGBDs relacionais iniciam-se durante o boot do
sistema operativo e, por essa razao, sao considerados continuamente “warn?’, estando desde esse
instante a aguardar a execugao de gueries. De referir que, a reducdo do tempo startup foi uma das

primeiras otimizacOes realizadas nos SGBDs (Pavlo et al., 2009).

Para SF = 4, os tempos de resposta foram equilibrados. O MR foi o “vencedor” a excecdo das
gueries do Flight 1 e 3. O Flight 3 processa as gueries através de dois trabalhos MR. Isto fez com
que o overhead — a laténcia dos trabalhos MR — aumenta-se para o dobro. Relativamente ao Flight
1, os tempos de resposta foram similares. Ja para SF = 8, o MR foi também o “vencedor”. Este
apresentou um ganho entre 26% e 67% em relagdo aos tempos de resposta obtidos pelo MySQL.
A resposta do MySQL em termos de fator de escala foi linear, enquanto que o MR respondeu de

forma idéntica aos fatores de escala 2 e 8, aumentando ligeiramente para o 8.
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Figura 46:Avaliacdo de desempenho — tempos de execugdo em segundos
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A Figura 46 permite que se identifique outro aspeto importante: os Flights. O nimero de chaves

linha a consultar para a satisfacdo das gqueries do teste SSB,

representado pela Tabela 4,

influenciaram o desempenho do MR. O Flight 1 representou, com 125 chaves linha, um nimero

bastante superior aos demais, para aceder aos registos da tabela de factos (valores). O facto do

calculo das gueries desta categoria se cingir a uma jungdo entre a tabela dimensao “"DATE” e a

tabela de factos, com selecdo de duas medidas, ndo permitiu reduzir o nimero de chaves linha. A

adicao de tabelas dimensdo — os Flights 2, 3 e 4 — no calculo de gueries possibilitou especificar de

forma mais concreta as chaves linha. A selecao de atributos originarios de varias tabelas dimensao

diminui, de forma acentuada, o nimero de chaves linha.

Flight 1 Flight 2 Flight 3 Flight 4
11 | 1.2 | 1.3 | 21 | 22 | 23 | 31 | 3.2 | 33 | 3.4 | 41 | 42 | 4.3
125 | 125 | 125 | 35 | 35 | 35 | 30 | 30 | 30 5 14 4 2

Tabela 4: Nimero de chaves linha acedidas
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O numero de chaves linha a aceder foi independente do fator de escala. No entanto, o volume de
dados associados a cada chave aumentou de acordo com a escala. A Figura 47 apresenta esta
relacdo, entre o fator de escala e o tamanho do /nput para as gueries em MR. Nesta figura pode-se
verificar uma redugdo progressiva do tamanho do /nput dos trabalhos MR a medida que a
complexidade da query aumentava. As gueries do Flight 1 — com o maior /nput — tiveram os
tempos de execugdo mais elevados do teste, a excecao do Flight 3, com dois trabalhos MR. Ja as
gueries pertencentes aos Flights 2, 3 e 4 beneficiaram claramente do filtro proporcionado pela
chave linha. Para a guery 4.3, a quantidade de dados a processar variou entre os 2 MB (SF = 2) e
0s 9 MB (SF = 8). De facto, a integracdo de todas as dimensdes no calculo de gueries (em
particular a 4.2 e 4.3), bem como a guery 3.4, permitiu selecionar um subconjunto da tabela de
factos inferior a 1%. Desta forma, confirmam-se os tempos de resposta relativamente as queries
4.2e 4.3

Quanto ao output produzido pelos mappers, este também influenciou o tempo de resposta. Para
cada guery, o processamento do conjunto de KeyValues obtidos com o HBase produziu outro
conjunto de pares chave/valor — o conjunto intermédio armazenado no disco local — de dimensdes
distintas, tanto no nimero de pares como no espago em disco. A guery que mais se destaca, dos
trés fatores de escala, € a guery 3.1. Para o caso de SF = 8, esta guery produziu 1 765 151 pares
chave/valor e 50 MB de espago em disco, valores bastante superiores aos produzidos pela média
das gqueries do teste SSB (328 910 pares chave/valor e 7,684 MB). Dentro do mesmo Flight,
destaca-se também a guery 3.4 que produziu o menor nimero de pares chave/valor e espaco em

disco, com os valores 38 e 0,001 MB (SF = 8), respetivamente.

Relativamente aos tempos de resposta do MySQL, estes cresceram de acordo com a complexidade
das gueries, ao contrario dos tempos registados pelo MR. Isto deve-se ao facto das gueries
recorrerem a full table scans, enquanto o MR processa apenas uma fracao do DW. Melhor dizendo,
a principal razao para a degradacao do desempenho de uma guery no MySQL foi o processamento
de uma quantidade de dados elevada, através de um nimero de leituras ndo indexadas
(Handler_read_rnd_next) também elevado. Uma guery é constituida por subtarefas que consomem
tempo. Ao examinar as gueries do teste SSB, as subtarefas que consumiram mais tempo foram a
subtarefa "Sending data” (para o Flight 1) e a subtarefa "Copying to tmp table” (para os restantes
Flights). A subtarefa "Sending data”pode representar varias atividades durante a execucdo de uma

guery, nomeadamente: o envio de dados entre as etapas da guery, produzir o resultado ou
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devolver o resultado ao cliente. Esta subtarefa inclui também a pesquisa de registos
correspondentes em uma jungdo. Ja a subtarefa "Copying to tmp table” representa o
processamento da query e a copia dos resultados para uma tabela de dados temporaria, que é
necessaria para a clausula GROUP BY (Schwartz et al., 2012).

800
700
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400
300

Tamanho em MB

200
100

11 12 13 21 22 23 31 32 33 34 41 42 43
Flight 1 Flight 2 Flight 3 Flight 4
SF2 177 177 177 48 47 46 43 44 42 7 19 5 2
SF4 359 358 358 96 95 94 87 8 8 14 39 9 5
SF8 725 725 725 195 192 188 176 176 173 29 77 19 9

Figura 47: Tamanho dos /nputs para as gueries em MR

O espaco ocupado pelos DWs foi outro fator analisado. O grafico da Figura 48 apresenta os varios
tamanhos dos DWs em disco para os trés fatores de escala. O espaco ocupado pelas tabelas
dimensdo foram incluidos no grafico, apesar deste consumir 0os mesmos recursos tanto para o
SGBD como para o MR. As estruturas de dados que armazenam as hierarquias estdo incluidas no
valor de MR. Quanto a tabela de factos “LINEORDER”, o MR apresentou um espaco de
armazenamento inferior ao SGBD. Isto deve-se simplesmente ao facto do MR utilizar a compressao
de dados. E também possivel verificar uma reducdo na proporcdo entre os valores, isto é, para SF
= 2, 0 MR apresentou uma reducao de 20% em relagao ao SGBD, para SF = 4, 19%, e para SF =
8, 18%. Outro aspeto relacionado com o povoamento em MR foi a excessiva quantidade de dados
produzida na fase intermédia do trabalho MR. Para SF = 8, os mappers produziram um conjunto
de dados comprimido com o tamanho de 12,5 GB. Outras métricas indicam que, durante o
trabalho MR, o total de dados lidos foi 35 GB e o total de dados escritos foi 47,5 GB, ou seja, para

realizar um povoamento em MR foi necessario recorrer a bastante espago em disco.
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Figura 48: Espaco em disco (em MB)

Outra questao pertinente foi o tempo de povoamento. O grafico da Figura 49 mostra os tempos
obtidos para os trés fatores de escala considerados. O HBase armazena os dados ordenados
fisicamente (clustered) por chave. As importagGes sdo, normalmente, operagdes complexas e de
longa duracdo (White, 2012). Como referido anteriormente, o trabalho MR para o povoamento da
tabela de factos, mais as estruturas de dados que armazenam as hierarquias, lidam com uma
quantidade de dados volumosa, o0 que causou um “pobre” desempenho por parte do MR. Este
resultado era esperado devido a complexidade do povoamento. Este resultado contraria o
observado em (Pavlo et al., 2009), no qual o MR se limita a copiar os dados do disco local para o
HDFS. No entanto, o teste referido ndo utiliza o HBase, nem reorganiza o /nput. De referir, que o
tempo da copia do ficheiro que contém a tabela de factos para o HDFS ndo esta representado na

Figura 49.
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Figura 49: Tempo do povoamento (em minutos)
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4.3.2 Algumas Possiveis Otimizacoes

Perante os resultados do SGBD, importa referir que estes foram obtidos sem qualquer otimizacao,
a excecdo do relativo ao buffer poo/ a 1 GB. O processamento de full table scans degradou os
tempos de resposta do MySQL. A fim de evitar o acesso a dados desnecessarios, introduziram-se
indices para verificar o seu impacto no desempenho das gueries utilizadas no nosso teste. O
InnoDB utiliza uma arvore B+ para estruturar os indices (Corporation and affiliates, 2013). Assim,
de forma a tirar partido desta estrutura de indexacgdo, foram adicionados varios indices para as
tabela que pertencem ao DW. A tabela dimensdo “DATE” nao utilizou qualquer indice devido ao
seu tamanho reduzido e ndo variavel em funcao do fator de escala. Para as restantes tabelas

foram criados indices nos seguintes atributos:

e LINEORDER: L_ORDERDATE, L_PARTKEY, L_CUSTKEY e L_SUPPKEY;
e PART:P_BRAND1, P_CATEGORY, P_MFGR;

e CUSTOMER: C_CITY, C_NATION, C_REGION;

e SUPPLIER: S_CITY, S_NATION, S_REGION.

Porém, a inclusdo destes indices ndo se revelou benigna, uma vez que algumas das gueries do SSB
tiveram um desempenho muito pior (ex. para SF = 4, as query 3.1, 4.1 e 4.2 tém um tempo de
execugdo superior a 3 horas). Para as tabelas de grande dimensdo esta técnica ndo é eficiente
(Schwartz et al., 2012). Mesmo com um buffer pool/ maior (2 GB), o overhead criado pelos indices,
bem como o esforgo necessario para posteriormente se utilizarem os indices, acrescentou trabalho
na busca dos registos requeridos para a satisfacdo das gueries. Para SF = 2, os indices,
juntamente com o buffer pool, demonstraram uma melhoria do desempenho na generalidade das
gueries. Porém, quando o fator de escala aumenta para 4, unicamente, as queries 2.3 e 3.4,
beneficiaram dos indices, com reducdes dramaticas no tempo de resposta. Estas duas queries
tiveram tempos de resposta inferiores a 1 segundo (para SF = 2) e inferiores a 8 segundos (para
SF = 4). Ainda que o guery optimizer identifique-se os indices para as gueries do Flight 1, este
decidiu ndo prosseguir com a sua utilizagdo na execucao das gueries. Genericamente, 0s tempos
de povoamento e o espaco em disco dos DWs aumentaram cerca de 200% e 166%,

respetivamente. Perante estes resultados, ndo se realizaram testes para o caso de SF = 8.
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Para se compreender um pouco melhor o fraco desempenho dos indices, a execucao da guery 4.1
foi examinada (para SF = 4). Neste caso, o guery optimizer escolheu o plano de execucdo que esta

apresentado na Figura 50.

Join
Join DATE
'/,,vv\\
o -
~ .
Join PART
,,4'/"‘\
Join CUSTOMER
P /-'v\‘\‘
) y - \.\‘\‘
SUPPLIER LINEORDER

Figura 50: O plano de execugao da query 4.1

O MySQL comecou pela tabela dimensao "SUPPLIER”, que percorre o indice (/index lookup) criado
para o atributo "S_REGION” e retorna as chaves primarias correspondentes a um valor - neste
caso o valor ‘AMERICA’. Estas chaves primarias foram os valores de referéncia utilizados para a
operacdo de juncao com a tabela “LINEORDER”. Por sua vez, a tabela de factos utilizou o indice
definido para o atributo “L_SUPPKEY” para calcular os registos que satisfazem a juncdo. As
restantes junges foram calculadas sem qualquer recurso a indices, a excegao dos indices da chave
primaria. A utilizacdo do indice na tabela “SUPPLIER” permitou calcular as chaves primarias,
necessarias na operacao de jungdo, sem aceder a tabela “SUPPLIER”. Caso seja projetado um
atributo (como € o caso da guery 4.2, que projeta o atributo “S_NATION”), a execucgdo da guery
requeria o /ookup a dois indices: primeiro, ao indice secundario (criado para o atributo
“S_REGION"), que obtém os valores das chaves primarias e, segundo, ao indice — uma arvore B+
clustered — produzido para o atributo definido como chave primaria. Ou seja, realizou o dobro do
trabalho (Schwartz et al., 2012).

As queries que apresentaram os piores desempenhos tiveram um nimero muito elevado de
pedidos para a leitura de registos com base em indices (Handler_read _key), o que indica que as

tabelas se encontravam indexadas corretamente para as queries do teste (Corporation and
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affiliates, 2013). No entanto, em algumas circunstancias, o acesso sequencial é mais rapido do que
0 acesso aleatdrio (Schwartz et al., 2012). Um teste de leitura ao disco (realizado pelo sysbench)
demonstrou este facto. Para um input de 5 GB, o acesso sequencial teve um rendimento
(throughput) de 39.166 Mb por segundo, que é um valor muito superior ao alcangado pelo acesso
aleatério de 2.6441 Mb por segundo. O acesso aleatério beneficiou dos sistemas de caching
disponiveis. Estes ajudam a evitar muitos dos acessos dispendiosos ao disco, atuando como uma
primeira linha de disponibilizacdo de dados. Porém, o tamanho do DW com o fator de escala 4 (5
GB) é muito superior ao tamanho do buffer poo/ (2 GB). Os acessos aleatorios foram executados,
tipicamente, para encontrar um registo. Contudo, é necessario ler uma pagina de dados inteira, em
gue a maior parte dos dados ndo s3ao necessarios para a satisfacdo da query. Assim, muito do

trabalho realizado é desperdicado.

Uma possivel solugdo alternativa seria a construcdo de um indice clustered, sobre atributos
diferentes. Todavia, o InnoDB seleciona, em primeiro lugar, o atributo definido como chave
primaria para o indice clustered. Isto é, para usufruir desses indices adicionais, é necessario
“desrespeitar” o esquema do proprio DW. As gueries do teste SSB, assim como a generalidade das
gueries OLAP, executam usualmente varias agregacoes sobre os dados. Assim, normalmente, a
satisfacdo destas gueries nao requer apenas um registo, mas sim um grupo de registos. O
particionamento adequa-se para o processamento de agregacbes em tabelas extremamente
grandes, uma vez que pode apontar para conjuntos de registos de interesse para as queries
(Schwartz et al., 2012).

Com o intuito de explorar o desempenho do MR alterou-se a chave linha. A nova chave linha
baseia-se na organizacdo sugerida pelas queries teste SSB (O'Neil et al., 2007), que propde a
ordenacao dos registos da tabela de factos pelas dimensdes "DATE”, “PART” e “CUSTOMER” ou
“SUPPLIER”. A chave linha gerada inclui os mesmos atributos da chave linha anterior, mas agora

dispostos da seguinte forma:
< D_YEAR >.< P_MFGR >.< C_REGION >.< S_REGION >
Esta chave foi testada somente para o caso de SF = 8. Todavia, apresentou os resultados

esperados - o mesmo desempenho. Os registos da tabela de factos mantém-se ordenados pelo

atributo "D_YEAR" — utilizado pela generalidade das gueries — e, por essa razao, o desempenho foi
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semelhante. Para o segundo Flight, onde o atributo “"D_YEAR" ndo esta incluido, o HBase foi capaz
de filtrar os factos pelos atributos “P_MFGR"” e “"S_REGION", ocupando a segunda e quarta posigao
da chave linha, respetivamente (precisamente a ordem inversa da chave linha anterior). Outro
aspeto verificado neste teste € a divisdo da coluna familia m em duas: a primeira com as medidas
“L_QUANTITY”, “L_EXTENDEDPRICE”, “L_DISCOUNT” e a segunda coluna com as medidas
“L_REVENUE” e “L_SUPPLYCOST"”. Assim, o DW passa a ter trés colunas familia, o que permite
evitar algumas das medidas desnecessarias para o processamento das gqueries. Esta decisdo
resultou numa reducdo dos dados processados pelas gueries em cerca de 13%. No entanto, o
tempo de povoamento, bem como o espago ocupado em disco foram superiores. A tabela de

factos passou a ter um tamanho de 6306 MB, com um tempo de povoamento de 126 minutos.
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Capitulo 5

Conclusoes e Trabalho Futuro

5.1 Uma Apreciacao Critica

A aquisicdo de dados em organizacbes e empresas tornou-se progressivamente mais facil. O
aumento da disponibilidade e o interesse dos dados em texto (ex. emails ou revisdes de produtos)
conduziram a novos desafios no dominio da Business Intelligence. DWs com um volume de dados
de 10 a 100 terabytes, ou superior, € um cendrio cada vez mais comum. Tudo isto faz crescer o
desejo de edificar uma plataforma de dados de baixo custo que seja capaz de sustentar enormes
volumes de dados. Por entre as vistas multidimensionais produzidas sobre os dados armazenados
num DW, os sistemas de processamento analitico permitem aos utilizadores realizarem operagoes
de roll-up, drill-down, slice and dice e pivot. Neste ambito, um SGBD relacional de backend
(ROLAP) é, tradicionalmente, escolhido para armazenar e consultar os dados de um DW. De forma
a sustentar as operagdes OLAP, os sistemas ROLAP mapeiam o modelo multidimensional, bem com
as operagoes sobre relacOes e gueries SQL. A maioria dos sistemas ROLAP utilizam um esquema
em estrela para representar o modelo de dados multidimensional. Nestes casos, a base de dados é
vulgarmente composta por uma Unica tabela de factos rodeada por tabelas dimens3do. Cada registo
numa tabela de factos é constituido por um conjunto de chaves estrangeiras para as tabelas
dimensdo e um conjunto de atributos que asseguram as diversas métricas de analise tendo em
conta as dimensdes definidas. Cada dimensdo representa um eixo de andlise para o modelo

multidimensional (Chaudhuri et al., 2011).
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Durante as Ultimas décadas assistiu-se ao desenvolvimento de varias estruturas de dados,
otimizagOes e técnicas de processamento de gueries especialmente orientadas para o suporte a
execucao de gueries SQL sobre grandes volumes de dados. Um tempo de execucao reduzido é um
requisito fundamental para as aplicagdes de BI. Os DWs sdo tipicamente instalados e configurados
(deployed) em bases de dados relacionais paralelas para que as gueries SQL sejam executadas
com laténcias baixas. O processamento paralelo reponde, de modo satisfatorio, a necessidade de

trabalhar com conjuntos de dados enormes e de forma eficiente.

O MR, assim como os SGBDs paralelos, utiliza uma arquitetura shared-nothing e proporciona um
ambiente de programacdo de alto nivel e paralelo. Ainda que possa parecer que o MR e 0s SGBDs
paralelos se foquem em publicos diferentes, é possivel escrever praticamente qualquer tarefa que
se execute em paralelo através de um conjunto de gueries ou trabalhos em MR (Pavlo et al.,
2009). As plataformas baseadas em sistemas de ficheiros distribuidos e MR foram instaladas e
configuradas — com sucesso — em clusters, com um numero de nodos superior aos suportados por
SGBD paralelos. Enquanto as bases de dados paralelas escalam, sem dificuldade, até as dezenas
de nodos, o MR escala até aos milhares de nodos. A carga de trabalho realizado numa andlise de
dados caracteriza-se, essencialmente, por incorporar operacdes de scan gigantes, agregacoes
multidimensionais ou star-joins que tém a possibilidade de serem executadas em paralelo, por

arquiteturas shared-nothing (Chaudhuri et al., 2011).

Nesse sentido, este trabalho focou-se no estudo de uma estrutura multidimensional de dados em
MR, abordando, principalmente, as questdes de armazenamento e de acesso aos dados. A
complexidade das andlises e dos volumes de dados excessivos provocam sempre alguma
apreensao relativamente ao tempo de resposta. Os SGBDs e o MR diferem em alguns aspetos.
Relativamente ao armazenamento, todos os SGBDs exigem que os dados se encontrem em
conformidade com um esquema bem definido, enquanto que o MR consente que os dados se
encontrem num qualquer formato arbitrario. Outras disparidades entre os modelos referidos,
compreendem a forma como estes sistemas indexam, comprimem e distribuem os dados, bem
como as estratégias para a execucdo de gueries (Pavlo et al., 2009). Os SDWs baseados em MR,
em particular na framework Hadoop, desempenham diariamente um papel fundamental, por
exemplo, na execucdo de andlises web click-stream ou em aplicacoes de data mining, entre outros.
Por outro lado, os dados ndo estruturados, a gestao de processos ETL e a evolucao de esquemas

constituem também sérios desafios que ainda permanecem em aberto (Abell6 et al., 2011).
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A guantidade de dados ndo estruturados existente & quarto ou cinco vezes superior a quantidade
de dados estruturados (Inmon et al., 2010). Os DWs tradicionais ndo lidam com dados ndo
estruturados, adotando a estratégia “one size fits all’, o que ndo se apropria para a resolugdo de
tarefas de processamento de dados em grande escala (Lee et al., 2012). (Abadi et al., 2008)
demostram que o armazenamento orientado a coluna num SDW supera claramente os SGBD
relacionais, nos quais o armazenamento linha a linha predomina. Ja o Apache Hive (Thusoo et al.,
2009) e o Apache Pig (Olston et al., 2008) tém a capacidade de suportar dados ndo estruturados.
Estes utilizam o HDFS para o armazenamento de dados e linguagens de scripting para realizar as
analises sobre os dados. Este sistema de ficheiros distribuidos foi produzido com o fim de que o
padrao mais eficiente para processar dados é: uma escrita, muitas leituras. Apds o conjunto de
dados ser carregado da fonte, ou gerado, este é submetido a processos de analise que podem

envolver uma grande fracdo (ou todos) os dados armazenados.

O MR e o HDFS formam a base para processar grandes quantidades de dados. Todavia, este
processamento manifesta-se inGtil em acessos aleatdrios aos dados, especialmente nas consultas
em tempo real. O Bigtable, do mesmo modo que o HBase, foi projetado para armazenar dados nao
estruturados. Esta abordagem armazena os dados em pedagos nao formatados, tratados como
strings sem significado (uninterpreted), que sao indexados por dois valores, linha e coluna, que
sao strings arbitrarias. As colunas tém a possibilidade de serem agrupadas em familias, o que €, de
certa forma, analogo ao armazenamento orientado a coluna. O RCFile, utilizado pelo Apache Hive e
o Apache Pig, adota também o tipo de armazenamento HDFS, em que a chave linha organiza
fisicamente os dados (clustered). As bases de dados relacionais podem também servir como
alicerce para o armazenamento dos dados, como 0 HadooDB representa uma abordagem hibrida —
SGBD paralelo e Hadoop — para a andlise de dados. Assim, é possivel usufruir dos meios de

otimizacdo de gueries que os SGBDs utilizam, como é o caso dos indices (Lee et al., 2012).

As estratégias para a execucdo de gueries através do modelo MR influenciou a estrutura de dados
final, especialmente ao nivel das juncOes. Esta operagdo, bastante comum em ambientes de
analise, ndo é bem tratada pelas fungbes map e reduce. A partir do momento em que o MR foi
projetado para processar um Unico /nput, as juncdes que exigem mais de dois /nputs tem sido uma
guestao em aberto. As dependéncias funcionais entre os atributos que compdem as hierarquias

determinam as particbes da tabela de factos utilizadas no calculo das queries. A técnica
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materialized path expression tem um papel crucial em operacdes de projecdo nas gueries em MR,
uma vez que filtram subconjuntos da tabela de factos relacionados com os predicados das gueries

e, por vezes, evita o calculo de juncdes com as tabelas dimensdo.

Uma outra questdo prende-se com o particionamento vertical da tabela de factos, ou seja, a
distribuicdo das medidas por colunas familia. A coluna familia constitui a parte menos dinamica do
modelo de dados do HBase. O acréscimo de colunas familia traduz-se num aumento do espaco em
disco ocupado pela tabela de factos e de manutencdo uma vez que exige um maior nimero de
operacoes. Todavia, a quantidade de dados a processar é mais reduzida. A divisdo das medidas em
trés colunas familia ndao se revelou proveitosa, quando comparado com duas colunas familia,
devido a pequena reducdo da quantidade de dados a processar. Contudo, num outro cenario, uma
reparticdo maior das medidas da tabela de factos pode ser uma mais-valia para a reducdo dos
tempos de resposta as gueries, principalmente se a diferenca da quantidade de dados a processar
for bastante acentuada (fator de escala superior). A distribuicao das medidas pelas colunas familia
precaveu o overhead de reconstrugao de registos da tabela de factos durante o processamento das
gueries. Isto deve-se ao facto das medidas foram agrupadas com o conhecimento prévio das
gueries. As colunas familia, porém, ndo se adaptam rapidamente a cargas de trabalho dinamicas.
Caso uma guery exija medidas de diferentes colunas familia, o processamento da guery serd mais
complexo, ja que impde a reconstrucdo dos registos “on the fly'. A replicacdo de medidas
utilizadas frequentemente — a sobreposicao de atributos — pode ultrapassar a falta de

adaptabilidade rapida do HBase. Todavia precisa de mais espaco em disco (He et al., 2011).

Tanto para o SGBD relacional como para o MR, o tempo e o0 espago consumido pelo povoamento
foram discordantes. Na literatura é sugerido que o povoamento de dados em MR é claramente
mais rapido do que o dos SGBDs, chegando a ser sugerido que o MR é preferivel aos SGBDs para
analises rapidas ou para um conjunto de dados alvo de poucas anadlises. Porém, estes
povoamentos consistem na copia dos ficheiros que contém o conjunto de dados do disco local para
o HDFS, seguido da replicacao dos dados pelos nodos. Esta operacao constitui apenas o primeiro
passo do povoamento apresentado neste trabalho (Seccdo 4.2.1.). O processo de povoamento da
tabela de factos “"LINEORDER"” organiza os registos pelas chaves linha. Esta organizacdo aliada a
compressao dos dados no final do processo aumentou o tempo deste povoamento. Quanto ao
espaco consumido pelos DWs, os espagos ocupados pela tabela de factos “LINEORDER” e as

estruturas dedicadas ao armazenamento das hierarquias, em HBase, € inferior ao espago
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despendido pelo SGBD. Isto deve-se ao facto de o HBase empregar compressao, enquanto que o

SGBD nao aplica qualquer tipo de compressao.

Os resultados obtidos dos testes de desempenho (Seccdo 4.3.) permitem retirar alguns dados
interessantes. Para o DW de menor dimensdo, repare-se que o tempo de arranque dos trabalhos
MR — uma duracdo média de 13 segundos — desmotiva a utilizacdo do Hadoop. O “cold start’ é
sintomatico da implementacao do Hadoop, nao sendo contudo uma caracteristica intrinseca do
modelo de programacdo. Para o SGBD relacional, as gueries com a duragao de poucos segundos
demoram significativamente mais tempo, quando executadas em MR, mesmo para conjuntos de
dados de pequena dimensao. Os SGBDs relacionais sao considerados ininterruptamente “warn?’, a
aguardar a execucdo de gueries. A reducao do tempo startup foi uma das primeiras prioridades
dos SGBDs. De facto, o MR esta a dar os primeiros passos, relativamente aos SGBDs relacionais.
Algum trabalho no futuro passara por reduzir este tempo no processamento. Tal como sugerido
por (Dean and Ghemawat, 2010), o overhead do tempo startup pode ser tratado através da
preservagao dos processos worker permanentemente ativos, que estdo a aguardar as invocagoes
do MR. No entanto, para o DW de maior volume, é possivel verificar que este overhead é
irrelevante, relativamente ao tempo de processamento total. Desta forma, deduz-se que um
volume da dados pequeno deve ser suportado por um SGBD relacional, devido a sua flexibilidade e
maturidade. J& para um volume da dados grande, o MR + HBase representa uma solucao viavel,

devido a sua capacidade de escalar (White, 2012).

Na maioria dos casos, um trabalho MR resume-se ao processamento de uma agregacao GROUP BY
por uma estrutura de dados par do género chave/valor. A funcdo map seleciona, projeta e
determina os agrupamentos, enquanto que a funcdo reduce executa as agregagoes. O proprio
framework ordena os pares chave/valor lexicograficamente por chave. Estas operacdes sao
tipicamente executadas por sistemas de processamento analitico. Assim, o MR enquadra-se
incontestavelmente em ambientes de andlise. No entanto, o MR pode parecer um modelo de
programacao rigido, uma vez que se cinge a processar pares chave/valor, através de um /nput. Um
outro fator que também prejudica o tempo de execucdo das qgueries é o parsing dos dados “on the
fly’ armazenados em HBase. Tanto o valor do gualifier como o valor das medidas tém de ser
interpretados (deserialize) para que estes tenham a possibilidade de ser processados. Contudo,

isto ndo acontece nos SGBDs, ja que, no momento do carregamento, os dados sdo analisados
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(parsing) podendo-se extrair rapidamente as medidas dos registos da tabela de factos,

essencialmente sem qualquer custo adicional.

Por definicdo, o processamento intensivo de dados (data-intensive processing) denota que o
tamanho do conjunto de dados relevante excede a capacidade de memdria e, deste modo, os
dados sdo, forcosamente, mantidos em disco. Para os acessos aleatdrios, os tempos de busca sdo
essencialmente limitados pela natureza mecanica dos dispositivos. As computacdoes devem ser
organizadas de forma processar os dados sequencialmente, em lugar dos acessos aleatdrios aos
dados. Os acessos sequenciais aos dados sao mais rapidos do que os acessos aleatdrios (Lin and
Dyer, 2010). De facto, a inclusdo de indices do tipo arvore B+ por parte do SGBD revelou-se
positiva unicamente quando o DW cabe em memoria. Caso contrario, os indices deterioram o
desempenho conseguido sem o recurso a otimizacdes, ou seja, os full table scans frequentes.
Quanto ao MR, a sua organizacao dos dados em disco permite os acessos sequenciais a grupos de

registos indexados pela chave-linha.

Existem algumas consideracOes adicionais acerca da instalacdo, configuracao e declaragao de
gueries para ambos os sistemas que convém referir. O Hadoop foi instalado sem grande esforco. A
instalacdo do sistema consiste apenas numa configuracdo de ficheiros XML na qual se definem
alguns parametros, como a localizagdo dos dados ou a memodria disponivel para cada processo.
Quanto a integragao do HBase, esta revelou-se um processo dificil, principalmente naquilo que diz
respeito a manutengao do servidor como disponivel. Com efeito, 0 consumo excessivo de memoria
por parte do Hadoop em conjungao com o HBase conduziu a erros por falta de memdria. A
configuracdo dos parametros foi obtida através do método de tentativa/erro. Ja a instalacdo e
configuracdo do SGBD foi relativamente simples. Em relacdo a declaracdo das gueries, o codigo
SQL foi fornecido pelo teste que se escolheu, bem com as instrucdes necessarias para a criacao do
esquema em estrela. Por outro lado, o processo de adaptacdo das gueries para a linguagem Java
levantou algumas dificuldades. A primeira foi a de compatibilizar os pares chave/valor emitidos
pelos mappers com o input dos reducers, isto é, a declaracao do tipo de dados para a chave e para
o valor. Um outro obstaculo surgiu na necessidade de recorrer a fungGes extra (ex. setup) - a
literatura sugeria a implementacdo de apenas duas fungdes. A elaboracdo das gueries em Java
ficou também marcada pelas constantes alteragbes do cddigo. De facto, um paradigma "low-level”

complica a declaracao de consultas a uma estrutura de dados, quando comparado com o SQL.
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5.2 Uma Possivel Orientacao para Trabalho Futuro

O trabalho futuro a desenvolver no ambito desta dissertagdo sera, seguramente, alargar o estudo
a ambientes com clusters, de forma a avaliar a estrutura de dados produzida, por exemplo: a
variacao do nimero de nodos, a variacdo do nimero de utilizadores e a alteracdo dos parametros
de configuragdo, tais como o tamanho dos blocos em HDFS ou o nimero de mappers. A chave
linha em HBase devera ser objeto de estudo relativamente ao data skew, isto é, a variacdao da
dimensdo das particdes - a forma como e onde os dados sdo armazenados € controlada por esta
chave. As chaves compostas tém as propriedades dos indices /eft-edge. Um desenho apropriado
destas chaves permite o crescimento dos dados de 10 até 10 milhGes de entradas, conservando o
mesmo desempenho de leitura e de escrita (Lars, 2011). O Apache Pig e o Apache Hive tém a
capacidade de suportar, implicitamente, esquemas em estrela, ou mesmo, esquemas em floco de
neve (Liu et al., 2011). Desta forma, o desempenho destas plataformas devem ser testadas. A
inclusdo das linguagens declarativas destas plataformas poderia também ser uma mais-valia para a
expressao das queries. De facto, tanto o Hive como o Pig incorporam o HBase para o
armazenamento dos dados.Este trabalho focou-se especialmente nos célculos “on the fly’ sobre a
tabela de factos. Os dados armazenados em HBase respeitam a granularidade definida pelo
esquema do DW. No entanto, a possibilidade de partir de um nivel de detalhe superior — vistas

materializadas — ndo deve ser descartada no futuro.

Também foi aqui realizada uma avaliagdo sobre a capacidade do modelo de programacao MR
suportar estruturas multidimensionais de dados. Para isso, este estudo apresentou o modelo de
programacdo MR (capitulo 2), as estruturas multidimensionais de dados tipicas de um ambiente de
um DW, algumas técnicas utilizadas na satisfacdo de gueries e uma analise da integracdo de MR
em DW (capitulo 3). Relativamente ao estudo da inclusao de MR em SDW, foi exposta a sua
aplicacdo em ambientes de processamento analitico face a um esquema em estrela, que,
usualmente, é o mais utilizado para representar o modelo de dados multidimensional em ROLAP. O
estudo de desenvolvido e analisado permitiu organizar de forma coerente as caracteristicas de
ambos os sistemas — 0 SGBD e o framework Hadoop — e conceber uma base de conhecimento
mais sdlida neste dominio. Este alicerce podera ser aproveitado como um principio para outros

trabalhos que tenham o propdsito de progredir o estudo neste campo.

A literatura da area salienta a incapacidade do MR utilizar indices para o processamento de dados.

Neste panorama, a contribuicdo deste trabalho traduz-se num algoritmo de indexagdo e
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povoamento de uma tabela de factos, beneficiando das tecnologias MR e Bigtable e uma analise
experimental das caracteristicas das consultas em MR e Bigtable, de forma a selecionar o algoritmo
mais conveniente em relacdo a estrutura de dados que se pretende construir. De facto, é
relativamente dificil planear uma estrutura de dados, sem o conhecimento prévio do conjunto de
gueries esta vai sustentar eficientemente. Uma estrutura de dados flexivel, capaz de se adaptar
dinamicamente a uma nova qguery atipica a estrutura seria uma vertente interessante a explorar
numa linha de trabalho futuro. A plataforma MR possibilita a escalabilidade sustentada e

simplificada, a precos mais reduzidos do que as solucOes tipicamente fornecidas.
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Apéndice A.

Tabela dimensao “"DATE":

CREATE TABLE dat (

D_DATEKEY
D_DATE
D_DAYOFWEEK
D_MONTH
D_YEAR

D_YEARMONTHNUM

D_YEARMONTH

D_DAYNUMINWEEK
D_DAYNUMINMONTH
D_DAYNUMINYEAR
D_MONTHNUMINYEAR
D_WEEKNUMINYEAR
D_SELLINGSEASON
D_LASTDAYINWEEKFL
D_LASTDAYINMONTHFL

D_HOLIDAYFL
D_WEEKDAYFL

Tabela dimensao “PART":

CREATE TABLE part (

P_PARTKEY
P_NAME
P_MFGR
P_CATEGORY
P_BRAND1
P_COLOR
P_TYPE
P_SIZE
P_CONTAINER

Tabela dimensao “SUPPLIER":

BIGINT
VARCHAR
CHAR(6)
CHAR(7)
CHAR(9)
VARCHAR
VARCHAR
TINYINT
CHAR(

CREATE TABLE supplier (

S_SUPPKEY

INTEGER

(

(
(

)

Star schema benchmark (SSB)

BIGINT
CHAR(18)
CHAR(8)
CHAR(9)
SMALLINT
INTEGER
CHAR(7)
TINYINT
TINYINT
SMALLINT
TINYINT
TINYINT
CHAR(12)
TINYINT(1)
TINYINT(1)
TINYINT(1)
TINYINT(1)

)

)
)

NOT NULL
NULL,
NULL,
NULL,
NULL,
NULL,
NULL,
NULL,
NULL);

NOT NULL

NOT NULL PRIMARY KEY,
NULL,
NULL,
NULL,
NULL,
NULL,
NULL,
NULL,
NULL,
NULL,
NULL,
NULL,
NULL,
NULL,
NULL,
NULL,
NULL);

PRIMARY KEY,

PRIMARY KEY,
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S_NAME CHAR(25) NULL,
S_ADDRESS  VARCHAR(25) NULL,
S_CITY CHAR(10) NULL,

S_NATION  CHAR(15) NULL,
S_REGION  CHAR(12) NULL,
S_PHONE CHAR(15) NULL);

Tabela dimensao “"CUSTOMER":
CREATE TABLE customer (

C_CUSTKEY BIGINT NOT NULL PRIMARY KEY,
C_NAME VARCHAR(25) NULL,
C_ADDRESS VARCHAR(25) NULL,
C_CITY CHAR(10) NULL,
C_NATION CHAR(15) NULL,
C_REGION CHAR(12) NULL,
C_PHONE CHAR(15) NULL,
C_MKTSEGMENT CHAR(10) NULL);
Tabela de factos "LINEORDER":
CREATE TABLE lineorder (
LO_ORDERKEY BIGINT NOT NULL,
LO_LINENUMBER TINYINT NOT NULL,
LO_CUSTKEY BIGINT NOT NULL REFERENCES customer (C_CUSTKEY),
LO_PARTKEY BIGINT NOT NULL REFERENCES part (P_PARTKEY),
LO_SUPPKEY INTEGER NOT NULL REFERENCES supplier (S_SUPPKEY),
LO_ORDERDATE BIGINT NOT NULL REFERENCES dat (D_DATEKEY),
LO_ORDERPRIORITY CHAR(15) NULL,
LO_SHIPPRIORITY CHAR(1)  NULL,
LO_QUANTITY TINYINT  NULL,

LO_EXTENDEDPRICE DECIMAL NULL,
LO_ORDTOTALPRICE DECIMAL NULL,

LO_DISCOUNT DECIMAL NULL,
LO_REVENUE DECIMAL NULL,
LO_SUPPLYCOST DECIMAL NULL,
LO_TAX TINYINT NULL,
LO_COMMITDATE BIGINT NOT NULL REFERENCES dat (D_DATEKEY),
LO_SHIPMODE CHAR(10) NULL,

PRIMARY KEY (LO_ORDERKEY, LO_LINENUMBER));
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Apéndice B. Queries SSB (SQL)

Query 1.1:

SELECT SUM(lo_extendedprice*lo_discount) AS revenue
FROM lineorder, dat
WHERE lo_orderdate = d_datekey

AND d_year =

AND lo_discount BETWEEN 1 AND

AND lo_quantity < H

Query 1.2:

SELECT SUM(lo_extendedprice*lo_discount) AS revenue
FROM lineorder, dat
WHERE lo_orderdate = d_datekey

AND d_yearmonthnum =

AND lo_discount BETWEEN 4 AND

AND lo_quantity BETWEEN AND H

Query 1.3:

SELECT SUM(lo_extendedprice*lo_discount) AS revenue
FROM lineorder, dat
WHERE lo_orderdate = d_datekey

AND d_weeknuminyear =

AND d_year =

AND lo_discount BETWEEN 5 AND

AND lo_quantity BETWEEN AND 35;

Query 2.1:

SELECT SUM(lo_revenue), d_year, p_brandl
FROM lineorder, dat, part, supplier
WHERE lo_orderdate = d_datekey

AND lo_partkey = p_partkey

AND lo_suppkey = s_suppkey

AND p category = 'MFGR#12'

AND s_region = 'AMERICA'
GROUP BY d_year, p_brandl
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ORDER BY d_year, p_brandl;

Query 2.2:

SELECT SUM(lo_revenue), d_year, p_brandl
FROM lineorder, dat, part, supplier
WHERE lo_orderdate = d_datekey
AND lo_partkey = p_partkey
AND lo_suppkey = s_suppkey
AND p brandl BETWEEN ‘'MFGR#2221°' AND 'MFGR#2228'
AND s _region = 'ASIA'
GROUP BY d_year, p_brandl
ORDER BY d_year, p_brandl;

Query 2.3:

SELECT SUM(lo_revenue), d_year, p_brandl
FROM lineorder, dat, part, supplier
WHERE lo_orderdate = d_datekey

AND lo_partkey = p_partkey

AND lo_suppkey = s_suppkey

AND p brandl = 'MFGR#2221'

AND s _region = 'EUROPE'
GROUP BY d_year, p_brandl
ORDER BY d_year, p_brandl;

Query 3.1:

SELECT c_nation, s_nation, d_year, SUM(lo_revenue) AS revenue
FROM customer, lineorder, supplier, dat
WHERE lo_custkey = c_custkey
AND lo_suppkey = s_suppkey
AND lo_orderdate = d_datekey
AND c_region = 'ASIA'
AND s _region = 'ASIA'
AND d_year »>= AND d_year <=
GROUP BY c_nation, s_nation, d_year
ORDER BY d_year ASC, revenue DESC;

Query 3.2:

SELECT c_city, s_city, d_year, SUM(lo_revenue) AS revenue
FROM customer, lineorder, supplier, dat
WHERE lo_custkey = c_custkey
AND lo_suppkey = s_suppkey
AND lo_orderdate = d_datekey
AND c_nation = "UNITED STATES'
AND s nation = "UNITED STATES'
AND d_year »>= AND d_year <=
GROUP BY c_city, s_city, d_year
ORDER BY d_year ASC, revenue DESC;

136



Queries SSB (SQL)

Query 3.3:

SELECT c_city, s_city, d_year, SUM(lo_revenue) AS revenue
FROM customer, lineorder, supplier, dat
WHERE lo_custkey = c_custkey
AND lo_suppkey = s_suppkey
AND lo_orderdate = d_datekey
AND (c_city='"UNITED KI1' OR c_city='UNITED KI5")
AND (s_city='UNITED KI1' OR s_city='UNITED KI5")
AND d_year »>= AND d_year <=
GROUP BY c_city, s_city, d_year
ORDER BY d_year ASC, revenue DESC;

Query 3.4:

SELECT c_city, s_city, d_year, SUM(lo_revenue) AS revenue
FROM customer, lineorder, supplier, dat
WHERE lo_custkey = c_custkey
AND lo_suppkey = s_suppkey
AND lo_orderdate = d_datekey
AND (c_city='"UNITED KI1' OR c_city='"UNITED KI5")
AND (s_city='UNITED KI1' OR s_city='UNITED KI5")
AND d_yearmonth = 'Dec1997'
GROUP BY c_city, s_city, d_year
ORDER BY d_year ASC, revenue DESC;

Query 4.1:

SELECT d_year, c_nation, SUM(lo_revenue-lo_supplycost) AS profit
FROM dat, customer, supplier, part, lineorder
WHERE lo_custkey = c_custkey

AND lo_suppkey = s_suppkey

AND lo_partkey = p_partkey

AND lo_orderdate = d_datekey

AND c_region = 'AMERICA'

AND s_region = 'AMERICA'

AND (p_mfgr = 'MFGR#1' OR p_mfgr = 'MFGR#2")
GROUP BY d_year, c_nation
ORDER BY d_year, c_nation;

Query 4.2:

SELECT d_year, s_nation, p_category, SUM(lo_revenue-lo_supplycost) AS profit
FROM dat, customer, supplier, part, lineorder
WHERE lo_custkey = c_custkey

AND lo_suppkey = s_suppkey

AND lo_partkey = p_partkey

AND lo_orderdate = d_datekey

AND c_region = 'AMERICA'

AND s _region = 'AMERICA'
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AND (d_year OR d_year = )

AND (p_mfgr '"MFGR#1' OR p_mfgr = 'MFGR#2")
GROUP BY d_year, s _nation, p_category
ORDER BY d_year, s_nation, p_category;

Query 4.3:

SELECT d_year, s_city, p_brandl, SUM(lo_revenue-lo_supplycost) AS profit
FROM dat, customer, supplier, part, lineorder
WHERE lo_custkey = c_custkey

AND lo_suppkey = s_suppkey

AND lo_partkey = p_partkey

AND lo_orderdate = d_datekey

AND c_region = 'AMERICA'

AND s_nation = 'UNITED STATES'

AND (d_year = OR d_year = )

AND p category = 'MFGR#14'
GROUP BY d_year, s_city, p_brandl
ORDER BY d_year, s_city, p_brandl;
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